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1 Įvadas 

 

1.1 Tikslas 

Dirbtinis intelektas (toliau – DI) yra sparčiai besivystanti technologijų kryptis, kuri skatina 

įvairius ekonominius, aplinkosaugos ir socialinius pokyčius visose pramonės šakose ir 

socialinėje veikloje ([1] 4 k. d.). Jei DI technologijos taikomos tinkamai, jos gali suteikti 

konkurencinį pranašumą ir prisidėti prie visuomenės ir aplinkos gerovės ([1] 4 p.). Kartu, 

priklausomai nuo konkretaus taikymo aplinkybių, naudojimo ir technologinio išsivystymo 

lygio, DI gali kelti riziką ir sukelti viešųjų interesų bei pagrindinių teisių pažeidimus. Tokie 

pažeidimai gali būti materialiniai arba nematerialiniai, įskaitant fizinę, psichologinę, 

socialinę ar ekonominę žalą ([1] 5 k. d.). 

DI sistemų algoritminis šališkumas yra rizika, kurią reikia nagrinėti atskirai, nes dėl jos gali 

būti nepastebimai iškreipti sprendimų priėmimo ir vertinimo procesai bei gauti neteisingi, 

netikslūs ar neveiksmingi rezultatai. Ignoruojant šališkumo veiksnius, didėja nelygybė, 

mažėja pasitikėjimas ir gali atsirasti klaidų. Siekiant užtikrinti teisingumą, tikslumą ir 

sprendimų patikimumą visais atvejais, būtina spręsti šališkumo problemą (žr. pavyzdžius 3 

skyriuje). 

DI sistemos, įskaitant bendrosios paskirties dirbtinį intelektą (toliau – BPDI), siekiant 

tobulinti valdymą ir paslaugų teikimą, vis dažniau diegiamos ES viešajame sektoriuje. Plinta 

tiek tarnybinis, tiek neformalus jų naudojimas, t. y. daugelis pareigūnų BPDI priemones 

naudoja savarankiškai, dar prieš nustatydami oficialias strategijas dėl DI taikymo. Nors DI 

plačiai naudojamas siekiant gerinti paslaugas ir didinti vidinį efektyvumą, BPDI kelia 

sudėtingų klausimų dėl valdymo, etikos ir atitikties teisės aktams [2]. 

Naujausi tyrimai rodo, kad BPDI diegimą skatina technologinė pažanga, vadovybės 

pritarimas ir piliečių lūkesčiai. Tačiau sėkminga integracija taip pat priklauso nuo etinio 

sąmoningumo, organizacijos lankstumo ir įgūdžių ugdymo organizacijos viduje [2]. 

ES ir valstybės narės plėtoja gaires dėl saugaus, skaidraus ir teisėto BPDI naudojimo, 

akcentuodamos atskaitingumą, duomenų apsaugą ir žmogaus atliekamą kontrolę. Europos 

sąveikumo aktas (Reglamentas (ES) 2024/903) [3] ir Europos ir pasaulio DI veiksmų planas 

[4, 5] (DI žemyno veiksmų planas (angl. AI Continent Action Plan)) skatina tarpvalstybinį 

bendradarbiavimą ir patikimo DI diegimą [2]. Veiksmų plano tikslas – stiprią Europos 

pramonę ir talentų bazę paversti galingu DI inovacijų varikliu [6]. 

Viešasis sektorius yra itin svarbus gerinant paslaugų kokybę įvairiose srityse, pavyzdžiui, 

sveikatos priežiūros, švietimo, teisės ir administravimo. Kompetentingas DI naudojimas gali 
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pagerinti prieinamumą ir įtrauktį, taip pat užkirsti kelią diskriminacijai ar nevienodų 

galimybių atvejams. Siekiant sumažinti šališkumą ir užtikrinti teisingumą taikant DI, būtina 

naudoti įvairias ir kokybiškas duomenų bazes [2]. 

1.2 Taikymo sritis  

Algoritminio šališkumo rizikos valdymo priemonė skirta algoritminių ir DI sistemų 

šališkumo rizikai valdyti. Priemonę sudaro trys dalys: šios gairės, kuriose aprašomi DI 

sistemų pobūdis ir kilmė, su jomis susijęs šališkumas ir nagrinėjamos šališkumo nustatymo 

ir mažinimo galimybės; metodinis dokumentas, kuriame pateikiamos išsamios instrukcijos, 

kaip nustatyti ir vykdyti rizikos valdymo procesą; ir darbaknygė, skirta rizikos valdymui 

reikalingos informacijos dokumentavimui supaprastinti. Rizikos valdymo priemonė 

pirmiausia skirta organizacijoms, naudojančioms atitinkamas sistemas. Reikalavimai 

algoritminėms ir DI sistemoms, kurias privatūs asmenys naudoja savo poreikiams, yra šiek 

tiek mažiau griežti. Rizikos valdymo procesą priskiriame bendrosios paskirties procesams, 

nes sistemos gali labai skirtis savo struktūra, o šališkumo šaltiniai gali būti skirtingi. 

Priklausomai nuo sistemos realizavimo ir diegimo ypatumų, organizacija gali neturėti 

galimybių įvertinti rizikos vien tik technologinėmis priemonėmis, todėl reikalingas bendrojo 

pobūdžio metodas. 

1.3 Sąvokos ir santrumpos 

1.3.1 Sąvokos 

• DI sistema – mašininė sistema, kuri apdoroja įvestus duomenis, kad pateiktų atsakymus 

(pvz., prognozes, turinį, rekomendacijas ar sprendimus) į užklausas, galinčius turėti įtakos 

fizinei ar virtualiai aplinkai. Pagrindinis DI sistemų ypatumas yra jų gebėjimas, naudojant 

mašininio mokymosi modelius, daryti išvadas iš pateiktų duomenų ir nustatyti tarp jų 

esančias sąsajas; 

• algoritmas – tam tikro veiksmo atlikimo procedūra, susidedanti iš atskirų etapų; 

• šališkumas – sistemingas nevienodas tam tikrų objektų, asmenų ir grupių traktavimas, 

palyginti su kitais, kai traktavimas gali būti bet koks veiksmas, įskaitant suvokimą, 

stebėjimą, reprezentaciją, prognozavimą ar sprendimų priėmimą; 

• paaiškinamumas –  galimybė  aiškiai ir suprantamai apibūdinti DI modelio vidaus 

veikimo principus ar rezultatus; tikslas – atsakyti į klausimą „kodėl?“, netvirtinant, kad 

pasirinktasis veiksmų planas yra būtinai optimalus; 

• apsaugos priemonės – mechanizmai ir sistemos, veikiantys kaip saugos kontrolės 

punktai, kurie įvertina naudotojo įvestis ir generuoja atsakymus pagal nustatytas saugos 
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taisykles. Apsaugos priemonių tikslas – užkirsti kelią žalingo, netinkamo ar neaktualaus 

turinio generavimui tais atvejais, kai nepakanka paties modelio saugos nustatymų; 

• mašininio mokymosi modelis ( toliau – ir MM modelis) – konkretus algoritmas arba jų 

visuma, skirta prognozuoti išvestis remiantis įvesties duomenimis. 

1.3.2 Santrumpos 

DI – dirbtinis intelektas; 

DI aktas – 2024 m. birželio 13 d. Europos Parlamento ir Tarybos reglamentas (ES) 

2024/1689, kuriuo nustatomos suderintos dirbtinio intelekto taisyklės ir iš dalies 

keičiami reglamentai (EB) Nr. 300/2008, (ES) Nr. 167/2013, (ES) Nr. 168/2013, (ES) 

2018/858, (ES) 2018/1139 ir (ES) 2019/2144 ir direktyvos 2014/90/ES, (ES) 2016/797 ir 

(ES) 2020/1828 (Dirbtinio intelekto aktas); 

DI sistema – dirbtinio intelekto sistema; 

ES – Europos Sąjunga; 

BDAR – 2016 m. balandžio 27 d. Europos Parlamento ir Tarybos reglamentas (ES) 

2016/679 dėl fizinių asmenų apsaugos tvarkant asmens duomenis ir dėl laisvo tokių 

duomenų judėjimo ir kuriuo panaikinama Direktyva 95/46/EB (Bendrasis duomenų 

apsaugos reglamentas); 

BPDI – bendrosios paskirties dirbtinis intelektas; 

DKM – didysis kalbos modelis; 

ESS – Europos Sąjungos sutartis; 

SESV – Sutartis dėl Europos Sąjungos veikimo; 

JT – Jungtinės Tautos. 

 

Techninės santrumpos, vartojamos cituojant teisės aktų tekstus: 

k. d. – konstatuojamoji dalis (informacinė įvadinė ES teisės aktų dalis); 

str. – straipsnis (ES teisės aktuose); 

d. – dalis (ES teisės aktuose – antrasis straipsnių hierarchijos lygis). 

1.4 Dokumento struktūra 

Gairės dėl algoritminio šališkumo rizikos valdymo metodikos naudotojams gali padėti 

suprasti su šališkumu susijusias sąvokas ir realias grėsmes. Rekomenduojame susipažinti su 

gairių struktūra prieš pradedant skaityti metodologinį dokumentą ar pildyti susijusią 
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darbaknygę. Keliuose gairių skyriuose aptariamos sistemos iš viso pasaulio, kuriose buvo 

aptiktas algoritminis šališkumas arba šališki DI komponentai. Šie atvejų aprašymai padeda 

skaitytojui suprasti, geriau atpažinti ir užkirsti kelią grėsmėms. 

2 skyriuje paaiškiname, kas yra DI sistema ir kaip su ja susiję algoritmai bei MM modeliai. 

Išvardijame teisinės ir IT srities dalyvius, susijusius su DI sistemomis, ir paaiškiname, kaip 

kuriami modeliai ir sistemos. Skyriuje pateikiamas (neišsamus) kokybės rodiklių ir mašininio 

mokymosi modelių bandymo rinkinių sąrašas, taip pat nagrinėjama apsaugos priemonių 

sąvoka. Visa tai padeda geriau suprasti šališkumo sąvoką ir MM modelio ar algoritmo 

gyvavimo ciklo etapus, kuriuose gali atsirasti šališkumas. 

3 skyriuje paaiškiname, kodėl būtina užkirsti kelią šališkumui. Šiuo tikslu aprašome, kokią 

žalą algoritminis šališkumas gali padaryti asmenims ir organizacijoms. Vėliau pateikiame 

teisės aktų, reglamentuojančių šališkumo daromos žalos prevenciją, apžvalgą. Skaitytojams 

pateikiame nuorodas į tarptautinius standartus ir kitą medžiagą apie DI šališkumą. Tarp jų 

yra tarptautinės sutartys, taip pat europiniai dokumentai dėl lygybės, duomenų apsaugos ir 

DI, kurių tikslai sutampa su Estijos nacionaliniais teisės aktais dėl nediskriminavimo. 

Gairėse pateiktas požiūris atitinka pagrindinius aptariamų sistemų tikslus, skatinant 

teisingumą, skaidrumą ir diskriminacinių rezultatų prevenciją DI grindžiamų sprendimų 

priėmimo procese. 

4 skyriuje paaiškiname, kaip algoritminio šališkumo rizikos valdymas gali būti suderintas 

su kitais rizikos valdymo veiksmais. Peržiūrime rizikos valdymo procesą ir pateikiame 

rekomendacijas, kaip aprašyti DI sistemą. Paaiškiname, kokią žalą gali padaryti 

algoritminėje sistemoje pasireiškiantis šališkumas, taip pat pernelyg didelis pasitikėjimas 

DI priimant sprendimus. Skyrių baigiame pateikdami rekomendacijas, kuriame sistemos 

gyvavimo ciklo etape yra palankiausia ir ekonomiškiausia spręsti DI šališkumo problemą. 

5 skyriuje teikiame pagalbą metodikos naudotojams tam tikrose konkrečiose situacijose ir 

apžvelgiame praktinius įrankius. Pirmiausia padedame suprasti, ar atitinkama DI sistema 

yra „juodoji dėžė“ (nėra prieigos prie algoritmo ar mašininio mokymosi modelio ir jo 

mokymo duomenų) ar „baltoji dėžė“ (įdiegėjas turi galimybę nagrinėti ar keisti algoritmą, 

mašininio mokymosi modelį ar mokymo duomenis). Tada išaiškiname, ką galima daryti, 

siekiant sumažinti šališkumą abiejų tipų sistemose. 
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2 DI sistemos ir jų šališkumas 
 

2.1 DI sistema iš vidaus 

DI sistema – tai prisitaikanti mašininė sistema, veikianti skirtingais autonomijos lygiais. 

Remdamasi įvesties duomenimis, ji kuria prognozes ir daro išvadas, kad generuotų išvestis 

(prognozes, turinį, rekomendacijas ar sprendimus), galinčias turėti įtakos fizinei ar virtualiai 

aplinkai. Pagrindinis DI sistemų ypatumas yra jų gebėjimas daryti išvadas ir nustatyti 

sąsajas iš įvestų duomenų. DI sistemos skiriasi nuo vien algoritminių programinės įrangos 

sistemų tuo, kad pastarosios veikia tik remiantis iš anksto nustatytomis taisyklėmis. Tiek DI 

sistemos, tiek algoritminės sistemos čia suprantamos tik kaip konkretūs MM modeliai (DI 

komponentai) arba sprendimų priėmimo taisyklių rinkiniai. 

 

Pavyzdys. Pagalbos skambučių centro pavojaus vertinimo vediklis 

Pavojaus vertinimui naudojama DI grindžiama programa, kuri, transkribuodama 

gaunamus skambučius ir atsižvelgdama į ankstesnius atvejus, pagalbos koordinatoriui 

siūlo tikėtiną tolesnių veiksmų scenarijų. Sistema skirta padėti žmogui (pagalbos 

koordinatoriui) pavojaus vertinimo etape, nes kritinėse situacijose visos informacijos 

surinkimas užduodant nuoseklius klausimus užima pernelyg daug laiko. 

 

MM modelis – tai konkretus algoritmas arba jų rinkinys, skirtas prognozuoti išvestims 

remiantis įvesties duomenimis. Svarbi modelio savybė yra gebėjimas mokytis – jis gali 

nustatyti esmines duomenų sąsajas ar dėsningumus, siekdamas pagerinti ateities prognozių 

tikslumą. MM modeliai yra pagrindiniai DI sistemų komponentai, leidžiantys sistemoms 

mokytis iš duomenų ir priimti sprendimus arba teikti rekomendacijas. 

 

Pavyzdys. Išankstinio pranešimo įmonei prototipas  

Estijos ekonomikos ir komunikacijų ministerija kartu su Estijos statistikos 

departamentu sukūrė MM modelį, kuris gali prognozuoti įmonės padėties 

pablogėjimą, remdamasis atitinkamo ekonomikos sektoriaus bendra padėtimi. Jei 

papildoma analizė nustato galimą grėsmę, sistema įmonei siunčia išankstinį 

pranešimą. Jis nesukelia teisinės atsakomybės, bet padeda įmonės savininkui imtis 

tinkamų veiksmų. 
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Algoritmas – tai tam tikro veiksmo atlikimo procedūra, susidedanti iš atskirų etapų. 

Siekiant suprasti šališkumo poveikį, būtina išsiaiškinti, kurioje sistemos dalyje veikia 

algoritmai ir MM modeliai (žr. 1 pav.). DI sistema gauna įvesties duomenis iš mūsų aplinkos, 

kurie vėliau paverčiami skaitmeniniais duomenimis ir perduodami algoritmui (-ams) ir MM 

modeliui (-iams). Pastarieji vadovaujasi žmonių nustatytais tikslais ir apdoroja įvesties 

duomenis, kol suformuojami išvesties duomenys. Išvestinių duomenų poveikis gali būti 

tiesioginis (jei DI sistemai suteikiami atitinkami svertai) arba netiesioginis (kai žmogus 

priima sprendimus remdamasis DI sistemos išvestiniais duomenimis). Abiem atvejais DI 

sistema daro poveikį gyvenamajai aplinkai, o jei DI sistema yra šališka, poveikis aplinkai 

taip pat bus neobjektyvus. Čia pateikiama metodika, parengta siekiant sudaryti palankias 

sąlygas tokio šališkumo atpažinimui ir jo pasekmių prevencijai. 

 

 

1 pav. Bendras DI modelis (parengtas remiantis [7]). DI sistema suvokia išorinę 

aplinką, kuri gali būti fizinė arba virtuali. Taip generuojami įvesties duomenys, 

perduodami modeliui. Modelis, kuris yra mokomas turint tam tikrą (netiesioginį arba 

tiesioginį) tikslą, generuoja išvestinius duomenis, kurie savo ruožtu daro įtaką 

išorinei aplinkai, pvz., pagal duomenis priimami sprendimai. 

2.2 DI sistemų kūrėjai ir valdytojai 

ES DI akte apibrėžti keli DI suinteresuotieji subjektai (organizacijos ir asmenys) bei jų 

funkcijos, susijusios su DI sistemomis. Šios funkcijos paaiškintos informaciniame laukelyje 

kitame puslapyje. Kartu DI sistemos vis dėlto yra programinės įrangos sistemos, o tai 

reiškia, kad jas galima apibrėžti vartojant įprastų IT sistemų sąvokas. 
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Algoritminės ir DI sistemos kuriamos siekiant supaprastinti, pagreitinti ir pakeisti žmogaus 

darbą. Tad DI sistemos yra glaudžiai susijusios su visuomene, ypač su žmonėmis, kurie gali 

naudotis DI sistemomis arba patirti jų poveikį. 

Čia pateikiama metodika pirmiausia taikoma organizacijų naudojamoms sistemoms. 

Reikalavimai algoritminėms ir DI sistemoms, kurias privatūs asmenys naudoja savo 

poreikiams, yra šiek tiek mažiau griežti. 

IT sistemų kūrimui ir priežiūrai naudojami įvairūs organizaciniai modeliai; kai kurie iš jų yra 

standartizuoti. Algoritminio ir DI šališkumo rizikos valdymui ypač reikšmingos toliau 

išvardytos funkcijos. 

• Paslaugų vadybininkas, projektų vadovas. Įgyvendinant bet kurią sistemą, 

egzistuoja asmuo, atsakingas už sistemos kūrimo projekto vykdymą arba jau sukurto 

produkto ar paslaugos teikimą. Šis asmuo gali prisiimti atsakomybę už sukurtoje 

sistemoje kylančią riziką, nes turi galimybę nukreipti su sistema susijusių išteklių 

naudojimą. Didesnėje komandoje faktinės rizikos valdymo užduotys gali būti 

perduotos, pvz., informacinių sistemų saugumo vadybininkui, IT architektui arba 

analitikui. 

• Produkto, paslaugų savininkas, analitikas, architektas. Savininkai, analitikai ir 

architektai geriausiai išmano sistemą ir žino, į ką kreiptis dėl su sistema susijusių 

klausimų. Šiuos asmenis būtina įtraukti į šališkumo rizikos valdymo procesus. 

• Specialistai. Programuotojai, duomenų mokslininkai, teisės, kibernetinio saugumo ar 

duomenų apsaugos sričių specialistai puikiai išmano sistemos, produkto ar 

paslaugos įgyvendinimo ypatumus. Verta įtraukti juos į procesą, siekiant aiškintis 

konkrečius algoritmo, DI komponento ar naudojimo galimybių scenarijaus klausimus. 

Šių funkcijų vykdytojai gali būti samdomi iš kitų organizacijų. Pavyzdžiui, technines užduotis 

gali vykdyti plėtros partneris, DI produktų tiekėjas arba kitas paslaugų teikėjas. 

DI akte išvardyti šie DI suinteresuotieji subjektai:  

• žmonės – visuomenė, socialinės grupės, asmenys. DI akte numatyta, kad DI turėtų 

būti į žmogų orientuota technologija, ji turėtų būti žmonėms prieinama pagalbinė 

priemonė, kurios galutinis tikslas – didinti žmonių gerovę (6 k. d.); 

• tiekėjas – fizinis arba juridinis asmuo, valdžios institucija, agentūra ar kita įstaiga, 

kurianti DI sistemą arba bendrosios paskirties DI modelį arba nurodo kurti DI 

sistemą arba bendrosios paskirties DI modelį ir pateikia juos rinkai arba pradeda 

DI sistemą naudoti savo vardu ar su savo prekių ženklu už atlygį arba nemokamai 

(3 str. 3 d.); 
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• įgaliotasis atstovas – Sąjungoje įsikūręs ar įsteigtas fizinis ar juridinis asmuo, 

kuris gavo ir priėmė DI sistemos ar bendrosios paskirties DI modelio tiekėjo 

rašytinį įgaliojimą jo vardu vykdyti DI akte numatytas pareigas ir procedūras (2 str. 

5 d.); 

• diegėjas – fizinis arba juridinis asmuo, valdžios institucija, agentūra ar kita įstaiga, 

naudojantys DI sistemą pagal savo įgaliojimus, išskyrus atvejus, kai DI sistema 

naudojama asmeniniais neprofesinės veiklos tikslais (3 str. 4 d.). Sąvoka 

„diegėjas“ turėtų būti aiškinama kaip bet kuris fizinis arba juridinis asmuo, 

įskaitant valdžios instituciją, agentūrą ar kitą įstaigą, naudojantis DI sistemą pagal 

savo įgaliojimus (13 k. d.). DI aktas taikomas ES įsisteigimo vietą turintiems arba 

esantiems DI diegėjams (2 str. 1 d. b p.)., taip pat trečiojoje valstybėje įsisteigimo 

vietą turintiems arba esantiems DI sistemų, kurių sugeneruotos išvestys 

naudojamos ES, tiekėjams ir diegėjams (2 str. 1 d. c p.); 

• importuotojas – ES esantis ar įsisteigęs fizinis arba juridinis asmuo, rinkai 

pateikiantis DI sistemą, kurios pavadinimas arba prekių ženklas priklauso 

trečiojoje valstybėje įsisteigusiam fiziniam arba juridiniam asmeniui (3 str. 6 d.); 

• platintojas – tiekimo grandinėje veikiantis fizinis arba juridinis asmuo, išskyrus 

tiekėją ir importuotoją, kuris tiekia DI sistemą ES rinkai (3 str. 7 d.); 

• veiklos vykdytojas – tiekėjas, gaminių gamintojas, diegėjas, įgaliotasis atstovas, 

importuotojas arba platintojas (3 str. 8 d.); 

• tolesnės grandies tiekėjas – DI sistemos (įskaitant bendrosios paskirties DI 

sistemą), į kurią integruotas DI modelis, tiekėjas, neatsižvelgiant į tai, ar DI 

modelis tiekiamas jo paties ir yra vertikaliai integruotas, ar tiekiamas kito subjekto 

remiantis sutartiniais santykiais (3 str. 68 d.). 

• gaminių gamintojas – gaminių gamintojas, kuris pateikia rinkai arba pradeda 

naudoti DI sistemą kartu su savo gaminiu ir savo vardu ar naudodamas savo 

prekių ženklą (2 str. 1 d. e p.). Taip pat žr. (87 k. d.). 

2.3 DI sistemos gyvavimo ciklas 

2.3.1 MM modelių kūrimas 

DI sistemos kūrimas ir diegimas sudarytas iš kelių etapų, kurie kartu sudaro sistemos 

gyvavimo ciklą. Šiuos etapus būtina įgyvendinti, norint suprasti ir suvokti, kaip šališkumas 

atsiranda sistemoje ir kaip jis plinta. Algoritmo ar MM modelio gyvavimo ciklas skiriasi nuo 

jį įgyvendinančios sistemos gyvavimo ciklo. 
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DI sistemos rekomendacijos ir sprendimai daro poveikį išoriniam pasauliui; atsižvelgiant į 

tai, kad tai savo ruožtu daro poveikį būsimam duomenų rinkimui ir sprendimų priėmimui, 

sistemos gyvavimas turėtų būti suvokiamas kaip ciklinis procesas, o ne tik kaip linijinis 

progresas nuo sukūrimo iki eksploatavimo. Ciklinis DI sistemos raidos pobūdis dažnai yra 

šališkumo šaltinis, ypač jei mašininio mokymosi sistema yra naujesnių sistemos versijų 

pagrindas. 

MIT mokslininkai Suresh ir Guttagas [8] pateikia išsamų MM modelio gyvavimo ciklo etapų 

aprašą. Šis aprašas taip pat bus naudojamas kaip pagrindas sisteminti DI ir algoritminio 

šališkumo šaltinius. MM modelio gyvavimo ciklą sudarantys etapai yra išdėstyti toliau. 

Duomenų rinkimas. Šiame etape nustatoma tikslinė populiacija, identifikuojamos ir 

įvertinamos atitinkamos savybės ir žymėjimai. Remiantis surinkta informacija sudaromas 

modelio kūrimo duomenų rinkinys. Svarbu pažymėti, kad dažniausiai naudojami jau 

egzistuojantys duomenų rinkiniai, o ne renkami visiškai nauji duomenys. 

Duomenų paruošimas arba surinktų duomenų išankstinis apdorojimas. Į tai įeina 

trūkstamų duomenų papildymas (dar vadinamas imputacija), savybių supaprastinimas ir 

matavimų sunorminimas. Paruošimo etapu duomenų rinkinys (kūrimo rinkinys) paprastai 

skirstomas į mokymo duomenis (modeliui kurti), validavimo duomenis (modeliui derinti 

mokymo metu) ir bandymo duomenis (galutiniam modelio vertinimui). 

Modelio mokymas. MM modelis sukuriamas pasitelkiant mokymo duomenis (išskyrus 

bandymo duomenis). Modelis mokomas konkrečiai tikslinei funkcijai optimizuoti (pvz., 

vidutinės kvadratinės paklaidos mažinimui). Šiame etape išbandomi įvairūs modelių tipai, 

hiperparametrai ir optimizavimo metodai, o geriausi iš jų atrenkami remiantis validavimo 

duomenimis. 

Modelio vertinimas. Pasirinkus galutinį modelį, jo veikimas vertinamas remiantis bandymo 

duomenimis, kurie nebuvo panaudojami kuriant modelį. Papildomai gali būti taikomi ir kiti 

duomenų rinkiniai, siekiant pademonstruoti modelio patikimumą arba palyginti jį su 

alternatyviais metodais. Vertinimui būtina parinkti užduoties ir duomenų savybes 

atitinkančius veikimo rodiklius. 

Modelio tolesnis apdorojimas. Tam tikrais atvejais po modelio mokymo būtina atlikti 

tolesnį apdorojimą. Pavyzdžiui, jei paskolų suteikimo sprendimams skirtas modelis 

generuoja tęstinį balą nuo 0 iki 1, jį tekti konvertuoti į atskiras kategorijas (pvz., „maža 

rizika“, „neaišku“, „didelė rizika“) arba į rekomendaciją (pvz., „suteikti paskolą / nesuteikti 

paskolos“). Toks apdorojimas gali būti laikomas ir diegimo proceso dalimi. 
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2.3.2 Algoritmais arba MM modeliais grindžiamos sistemos kūrimas 

Sprendimas naudoti DI sistemą. Pirmiausia sistemos kūrėjas sukuria idėją. Šiuo tikslu jis 

gali ištirti, pavyzdžiui, naudojimo scenarijus, komercinę būtinybę ir teisinę aplinką. Svarbu 

apsvarstyti alternatyvius sprendimus ir įvertinti įvairias sistemos kūrimo galimybes. 

Modelio diegimas arba integravimas į DI sistemą. Tai apima keletą įprastinių IT 

sistemų kūrimo operacijų, pavyzdžiui, projektavimą, architektūros formavimą, operacinių 

modelių kūrimą, sistemų programavimą, naudotojo sąsajos kūrimą. Kuriant sistemas, 

kuriose naudojami algoritmai ar MM modeliai, gali reikėti atlikti papildomus veiksmus, 

pavyzdžiui, užtikrinti atitiktį paaiškinamumo reikalavimams arba įdiegti grįžtamojo ryšio 

mechanizmą, kad būtų galima modelį patobulinti. 

Svarbu prisiminti, kad naudojimo populiacija (duomenys, kuriuos modelis mato ir apdoroja 

gamybos aplinkoje) gali skirtis nuo kūrimo populiacijos. Dėl to gali susidaryti situacija, kai 

modelis iš tikrųjų nėra susipažinęs su gamybos aplinkoje aptinkamų duomenų tipais. 

Įgyvendinimas yra tik DI sistemos gyvavimo ciklo pradžia, po kurios vyksta kiti sistemos 

gyvavimo ciklo etapai. 

DI sistemos naudojimas ir stebėjimas. Įdiegus sistemą, ji pradeda veikti savo įprastoje 

aplinkoje ir apdoroti realius duomenis. Šiame etape būtina stebėti sistemą. Pirmiausia 

reikia stebėti DI sistemos ir jos komponentų technines savybes, pvz., DI sistemos modelio (-

ių) greitį, našumą ir tikslumą. Be to, reikia stebėti realių įvesties duomenų statistinių savybių 

pastovumą, siekiant aptikti duomenų nukrypimus, galinčius sumažinti sistemos tikslumą. Ir, 

galiausiai, nuolat turi būti stebimas sistemos socialinis poveikis ir etiniai rizikos veiksniai. Į 

tai įeina teisingumo ir šališkumo kiekybinis vertinimas ir prireikus automatizuotas įsikišimas 

realiuoju laiku, siekiant sumažinti teisines, komercines ir reputacijos rizikas, kylančias dėl 

galimo šališkumo. 

DI sistemos techninė priežiūra ir atnaujinimas. Šiame etape stebėjimo duomenys bus 

naudojami siekiant užtikrinti sistemos gyvybingumą. Tai aprėpia tiek reguliarius modelio 

atnaujinimus (įskaitant pakartotinį apmokymą) ir pakeitimus, tiek platesnius sistemos 

architektūros pertvarkymus. Tai neapsiriboja klaidų taisymu, bet yra nuolatinis rizikos 

valdymo procesas, kurio metu vertinamos ir mažinamos naujos rizikos, atsiradusios veiklos 

metu (pvz., saugumo rizika, verslo reikalavimų pokyčiai). Kraštutiniais atvejais tai gali baigtis 

sistemos naudojimo nutraukimu. 

DI sistemos naudojimo nutraukimas. Sistemos gyvavimo ciklas gali baigtis, kai tam 

tikros DI sistemos techninė priežiūra tampa nebeįmanoma arba jos komercinis 

gyvybingumas išsenka. Šiuo etapu būtina planuoti, kad perėjimas būtų kuo sklandesnis. 

Reikia išanalizuoti nuo sistemos priklausančius procesus ir nuspręsti, kaip archyvuoti arba 
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saugiai ištrinti su sistema susijusius duomenis ir modelius, laikantis duomenų apsaugos 

taisyklių. 

2.4 MM modelių kokybės ir saugumo vertinimas 

MM modelių kokybė yra sudėtinga samprata. Vertinant modelių kokybę, būtina atsižvelgti į 

užduoties pobūdį, modelį įgyvendinančios sistemos komercinius tikslus, taip pat į 

konkrečios srities riziką. Nėra universalių kokybės rodiklių, tinkančių kiekvienai situacijai. 

Kokybės rodiklius galima suskirstyti į dvi grupes: klasikines mašininio mokymosi veikimo 

efektyvumo metrikas ir DKM lyginamuosius parametrus. 

2.4.1 Klasikinės veiklos efektyvumo metrikos 

Yra žinoma keletas standartinių metrikų, kuriomis vertinamos klasifikavimo užduotys, kai 

modelis turi priskirti kategoriją duomenų taškams (pavyzdžiui, šlamštas arba ne šlamštas). 

Tikslumas (angl. accuracy) – tai visų teisingai klasifikuotų elementų, teigiamų ar neigiamų, 

santykis. Šis rodiklis yra naudingas, kai klasės yra subalansuotos modelio mokymo metu, 

tačiau jis gali būti apgaulingas, jei duomenų rinkiniai yra nesubalansuoti. Jei 99 proc. el. 

laiškų nėra šlamštas, modelis, kuris visus el. laiškus klasifikuoja kaip ne šlamštą, yra 99 proc. 

tikslus, tačiau vis tiek yra nenaudingas. 

Preciziškumas (angl. precision) – tai visų modelio nustatytų teigiamų klasifikacijų, kurios iš 

tiesų turi teigiamą vertę, santykis. Preciziškumas yra itin reikšmingas, kai klaidingi rezultatai 

gali turėti didelių pasekmių (pvz., svarbaus el. laiško perkėlimas į šlamšto aplanką). 

Pakartojamumas (angl. recall) atspindi faktinių įvesties duomenų, kurie, kaip 

prognozuojama, priklausys tam tikrai klasei (pvz., „teigiamas rezultatas“), kurią modelis 

sugebėjo identifikuoti, santykį. Aukštas pakartojamumo koeficientas yra itin reikšmingas, kai 

klaidingas neigiamas rezultatas gali turėti didelių pasekmių (pvz., negalėjimas tinkamai 

diagnozuoti ligos). 

F1 vertė (angl. F1-score) apskaičiuojama kaip harmoninis tikslumo ir pakartojamumo 

vidurkis, užtikrinant, kad abu rodikliai būtų vertinami vienodai. 

Regresijos užduotyse, kai prognozuojama pastovi vertė (pvz., nekilnojamojo turto kaina), 

naudojami kiti rodikliai, pvz., vidutinė kvadratinė paklaida (VKP) (angl. mean squared error, 

MSE) arba vidutinės kvadratinės paklaidos šaknis (VKPŠ) (angl. root mean squared error, 

RMSE). 
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2.4.2 DKM veiklos efektyvumo vertinimas 

Didžiųjų kalbos modelių (DKM) vertinimas sudėtingesnis dėl to, kad jų išvestys pateikiamos 

laisvo teksto forma. Paprastos klasifikavimo metrikos, tokios kaip tikslumas ar vidutinė 

kvadratinė paklaida (VKP), čia nėra tinkamos. Tad šioje srityje standartinis metodas – taikyti 

sudėtingus lyginamuosius parametrus, matuojančius skirtingus modelio pajėgumus. Be 

DKM, lyginamieji parametrai taip pat dažnai naudojami vaizdų apdorojimo, kalbos 

atpažinimo ir sintezės modeliuose bei kitose specifinėse srityse, kuriose paprastos 

regresijos ar klasifikavimo metodai yra nepakankami. 

Lyginamosios analizės priemonės, tokios kaip MATH ir GPQA, vertina modelio pajėgumus 

sudėtingose srityse, pavyzdžiui, matematikoje, biologijoje, fizikoje ir chemijoje. Kitos 

priemonės, pavyzdžiui, EvalPlus ir Livecodebench, orientuotos į gebėjimą rašyti funkcinį 

kodą. Neseniai atsirado ir lyginamųjų parametrų, pagal kuriuos vertinamas agentų veiklos 

efektyvumas (τ-Bench, C3-Bench). Pagal juos vertinamas modelio gebėjimas planuoti ir 

vykdyti užduotis bei naudoti išorinius įrankius. Taip galima įvertinti modelio gebėjimą dirbti 

savarankiškai. Toliau pateikiamas trumpas svarbiausių ir dažniausiai naudojamų DKM 

lyginamųjų parametrų aprašas. 

MMLU (Massive Multitask Language Understanding) yra plačių bendrojo pobūdžio žinių 

vertinimo lyginamasis parametras. MMLU apima 57 temines sritis, įskaitant humanitarinius, 

socialinius ir gamtos mokslus, nuo pradinukų iki ekspertų lygio. Aukštas balas rodo, kad 

modelis turi plačią žinių bazę apie pasaulį. GSM8k (Grade School Math 8k) yra 

matematinių gebėjimų lyginamasis vertinimo parametras. Jį sudaro pradinės mokyklos lygio 

tekstinės užduotys su kelių etapų sprendimais. Daugiau dėmesio skiriama ne sudėtingiems 

matematikos uždaviniams, o modelio gebėjimui suskirstyti problemą į dalis, išgauti reikiamą 

informaciją ir atlikti reikiamą veiksmų seką. MATH (Mathematical Problem Solving) yra 

matematinių gebėjimų testas, kuris yra žymiai sudėtingesnis nei GSM8k. Jį sudaro 

olimpiadinio lygio algebros, geometrijos ir matematinės analizės uždaviniai. Geras MATH 

testo rezultatas rodo aukštą modelio simbolinio mąstymo lygį. GPQA (Graduate-Level 

Google-Proof Q&A) yra skirtas nuodugniam, specialisto lygio argumentavimui mokslo 

srityje patikrinti. Klausimai yra tikslingai sudėtingi netgi žmonėms ir į juos neįmanoma 

atsakyti naudojant paprastą paieškos sistemą. Pagal šį lyginamąjį parametrą vertinamas 

modelio gebėjimas svarstyti remiantis pirminiais principais, o ne tik atkartoti rastą ar įgytą 

informaciją.  

EvalPlus / MultiPL-E yra pagrindiniai lyginamieji parametrai, skirti vertinti gebėjimui 

generuoti kodą. Pagal juos tikrinamas modelio gebėjimas rašyti funkcionaliai taisyklingą 

kodą, remiantis natūralios kalbos aprašymu (docstring). Aukštas balas patvirtina modelio 

praktinę vertę programuotojams. τ-Bench (Tool-Agent-User Interaction Benchmark) 
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vertina agentų galimybes tikroviškoje, kintančioje aplinkoje. Pagal jį išbandomas agento 

gebėjimas palaikyti kelių etapų pokalbį su imituotu naudotoju, naudoti iš anksto nustatytus 

įrankius (taikymo sąsajas) ir laikytis konkrečios srities taisyklių (pvz., klientų aptarnavimo). 

Pasitelkus jį galima įvertinti, kaip patikimai agentas, parengtas pagal bandymo modelį, gali 

bendrauti su žmonėmis ir sistemomis, kad atliktų sudėtingas užduotis. 

2.4.3 DKM saugos vertinimas 

Vertinant DI modelį, greta veikimo efektyvumo labai svarbus ir modelio saugumas. Anksčiau 

daugiausia dėmesio buvo skiriama akivaizdžiam žalingo turinio (pvz., neteisėtos veiklos 

nurodymų) filtravimui, tačiau šiuolaikiniai saugumo vertinimo lyginamieji parametrai yra 

kompleksiškesni. Pagal juos tikrinamas modelio atsparumas manipuliacijoms, polinkis teikti 

pavojingus nurodymus ir elgesys autonominių agentų forma. Saugumo vertinimas yra 

būtinas siekiant užtikrinti atsakingą modelio kūrimą ir įgyvendinimą. 

SafetyBench yra plačiai taikomas lyginamasis parametras, laikomas standartu vertinant 

modelio atitiktį saugumo reikalavimams. Jį sudaro tūkstančiai klausimų su keliais 

atsakymų variantais septyniose rizikos kategorijose, įskaitant užgaulų turinį, neteisėtus 

patarimus, savižalą ir išankstinį nusiteikimą. SafetyBench pateikia bendrą modelio 

gebėjimo išvengti akivaizdžiai žalingų atsakymų įvairiais scenarijais vertinimą. 

AgentHarm, skirtingai nuo fiksuotų klausimynų, orientuotas į piktnaudžiavimo riziką 

naudojant agentus. Pagal jį vertinamas modelio elgesys vykdant kelių etapų užduotis, 

kurios gali būti laikomos žalingomis. Vertinami du elementai: pirma, atsisakymo dažnis, 

t. y. ar agentas atsisako atlikti pavojingą užduotį, ir, antra, atsparumas jailbreaking, t. y. 

kaip gerai modelis geba priešintis bandymams nulaužti jo apmokytus saugumo 

apribojimus. 

VLBiasBench (Vision-Language Bias Benchmark) yra specialiai didelio masto regos 

ir kalbos modeliams (RKM) (angl. visual-language models, VLM) sukurtas vertinimo 

lyginamasis parametras, skirtas socialiniam šališkumui ir stereotipams aptikti. Jis 

grindžiamas sintetiškai sugeneruotų vaizdų duomenų rinkiniu, parengtu siekiant užkirsti 

kelią duomenų nutekėjimui, kai bandymo duomenys jau įtraukti į modelio mokymo 

rinkinį. VLBiasBench aprėpia devynias šališkumo kategorijas (įskaitant amžių, lytį, rasę, 

profesiją) ir tarpusavyje susijusį šališkumą, pateikdamas modeliams atviruosius ir 

uždaruosius klausimus. Tikslas – nustatyti, ar iš vizualinės ir tekstinės informacijos 

padarytos išvados leidžia manyti, kad modelis yra šališkas arba skatina nelygybę. 
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2.4.4 Kalbos modelių apsaugos priemonės 

Be pačių modelių vidinių saugumo nustatymų, dirbtinio intelekto diegimas realiomis 

sąlygomis taip pat apima vadinamąsias apsaugos priemonių sistemas. Tai išorinės 

struktūros arba modeliai, kurie veikia kaip saugumo kontrolės punktai, vertinantys naudotojo 

įvestis ir modelio generuojamus atsakymus pagal iš anksto nustatytas saugumo taisykles. 

Apsaugos priemonių tikslas – realiuoju laiku užkirsti kelią žalingo, netinkamo ar su tema 

nesusijusio turinio generavimui tais atvejais, kai modelis pats to padaryti nesugeba. 

Apsaugos priemonių įgyvendinimo pobūdis priklauso nuo konkrečios DI sistemos diegimo 

būdo. 

Didelių tiekėjų į API integruotos apsaugos priemonės. Tokios įmonės kaip „Google“, 

„OpenAI“ ir „Anthropic“ saugos sistemas integruoja tiesiai į savo API. Dažnai tai – 

vadinamosios „juodosios dėžės“ tarpinė programinė įranga, kurios naudotojas negali pats 

konfigūruoti. Šios sistemos automatiškai filtruoja turinį pagal paslaugos teikėjo numatytas 

saugumo taisykles. Jos gali filtruoti tiek naudotojo įvestis, tiek modelio išvestis. Daugeliui 

naudotojų užtenka tokio pobūdžio nekonfigūruojamo numatytojo saugumo lygio užtikrinimo, 

kurį paslaugos teikėjas nuolat atnaujina. 

Atvirojo kodo apsaugos priemonės. Geriausiai žinomas šios kategorijos pavyzdys – „Meta 

Llama Guard“. Tai kalbos modelis, sukonfigūruotas taip, kad žymėtų įvestis ir atsakymus 

pagal tam tikrą saugumo taksonomiją (pvz., smurtas, neapykantos kalba, rekomendacijos 

imtis neteisėtų veiksmų). Pagrindinis šio metodo privalumas yra skaidrumas ir 

pritaikomumas. Kūrėjai gali įdiegti tokį modelį kaip apsaugos priemonių pagrindo ar 

sistemos dalį, keisti nustatymus, tirti jo veikimą ir netgi tiksliai sukonfigūruoti jį taip, kad 

atitiktų jų pačių taikymo specifines taisykles ir rizikos priimtinumą. 

Specializuoti pagrindai ir debesijos paslaugų sprendimai. Siekiant patenkinti 

sudėtingesnius ar specifinius poreikius, buvo sukurti specializuoti pagrindai. Vienas gerai 

žinomų pavyzdžių yra NVIDIA atvirojo kodo „NeMo Guardrails“. Kartu su paprastu turinio 

moderavimu NVIDIA sprendimas taip pat siūlo programuojamas apsaugos priemones. 

Pavyzdžiui, modeliui galima uždrausti aptarinėti tam tikras temas, haliucinacijas galima 

valdyti tikrinant faktus remiantis žiniomis, o dialogą nukreipti iš anksto nustatytomis 

kryptimis. Vis daugiau debesijos paslaugų teikėjų, pavyzdžiui, „Guardrails AI“ ir „Giskard“, 

taip pat siūlo apsaugos priemones kaip paslaugą. Šios platformos verslo klientams teikia 

pažangius ir jų administruojamus saugumo sprendimus, pavyzdžiui, duomenų nutekėjimo 

prevenciją, prekės ženklo skleidimo ir įvaizdžio nuoseklumo užtikrinimą bei saugumo 

analitiką. 
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2.5 Šališkumas DI sistemose 

2.5.1 Šališkumo supratimas 

Kalbėdami apie algoritminės arba DI sistemos šališkumą, turime omenyje situaciją, kai 

sistema, taikanti algoritmą arba DI komponentą (pavyzdžiui, mašininio mokymosi modelį), 

priima sprendimus arba pateikia vertinimus, kuriuose teikiama pirmenybė tam tikroms 

grupėms arba savybėms, neatsižvelgiant į jų reikšmingumą atliekamai užduočiai. Svarbu 

pažymėti, kad algoritminis šališkumas skiriasi nuo statistinio šališkumo. Vertinant 

kiekybiškai, šališkumas yra sistemingas vertės nukrypimas nuo bazinės vertės, o algoritminis 

šališkumas susijęs su sprendimais ir nuomonėmis. Taip pat pažymėtina, kad šališkumas 

kaip reiškinys ne visada yra žeminantis ar tiesiogiai žalingas galutiniams naudotojams – 

šališkumas taip pat gali padaryti DI sistemą išskirtinai dosnią. 

 

Pavyzdys. Egzaminų pažymių prognozavimo sistema JK 

2020 m. Jungtinėje Karalystėje dėl koronaviruso (SARS-CoV-2) pandemijos buvo 

atšaukti A lygio baigiamieji egzaminai, reikalingi stojant į universitetą. Valstybinė 

kvalifikacijų ir egzaminų reguliavimo įstaiga „Ofqual“ studentams skyrė algoritmu 

suformuotus pažymius, kuriems didžiausią įtaką turėjo studentų ir jų mokyklų (!) 

pasiekimai per pastaruosius trejus metus. Paaiškėjo, kad 40 proc. mokyklinių pažymių 

Anglijoje, Velse ir Airijoje algoritmas sumažino. Mokiniai iš socialinę paramą 

gaunančių šeimų gavo blogesnius pažymius, o privačių mokyklų mokiniai – geresnius, 

pastarieji gavo dvigubai daugiau aukščiausių pažymių nei valstybinių mokyklų 

mokiniai. Taigi daugelis mokinių gavo žemesnius, nei tikėtasi, pažymius. Sistema 

buvo aršiai kritikuojama dėl istorinio ir vietos šališkumo, nes net tos pačios mokyklos 

skirtingų metų absolventai gali pasiekti labai skirtingus rezultatus [9], [10]. 

2.1 poskyrio 1 pav. pavaizduotos DI sistemos atveju šališkumas reiškia, kad sistemos 

išvestys palankesnės tam tikriems asmenims, organizacijoms ar objektams išorinėje 

aplinkoje nei kitiems. 

Pavyzdys. Nusikaltimų prevencijos sistema PRECOBS Badene-Viurtemberge (Vokietija) 

PRECOBS sistema buvo sukurta siekiant palengvinti policijos darbą ir prognozuoti 

nusikalstamumo lygį regione. Sistema buvo bandoma ketverius metus, bet vėliau jos 

naudojimas buvo nutrauktas dėl silpnų prognozavimo galimybių. Viena iš priežasčių 

buvo ta, kad sistema buvo linkusi prognozuoti tam tikras profesionalių vagysčių rūšis 

ir mažiau dėmesio skyrė kitoms nusikaltimų rūšims. Taigi sistemos veiksmingumas 

labai priklausė nuo jos naudojimo vietos ir ten vyraujančių nusikaltimų rūšių [9]. 
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2.5.2 Šališkumo atsiradimo mechanizmai 

Šališkumas DI sistemoje gali išryškėti bet kuriame etape, nuo duomenų rinkimo iki modelio 

įdiegimo. Kiekviename etape žmonės priima sprendimus – ką matuoti, ką įtraukti, kaip 

apdoroti duomenis, kaip projektuoti sistemą. Šie sprendimai lemia, kokie šališkumo 

dėsningumai išlieka sistemoje arba pasireiškia jos veikime. 

 
 

 
 

2 pav. Šališkumo šaltiniai mašininio mokymosi procese, parengta pagal [8] 

2 pav. pavaizduotas tipinis duomenų ir modelio ciklas kartu su pagrindiniais šališkumo 

atsiradimo taškais. Toks vaizdavimas padeda suvokti šališkumą kaip sisteminį reiškinį, o ne 

tik modelio savybę, ir sudaro sąlygas susieti rizikas bei jų mažinimo priemones su 

konkrečiais atsiradimo šaltiniais. 
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• Duomenų generavimas ir populiacijos apibrėžimas — istorinis ir reprezentacinis 

šališkumas. Pavyzdys: mokymo duomenys daugiausia apima buvusius vyriškosios lyties 

darbuotojus → modelis daro išvadą, kad tinkamas kandidatas turėtų būti vyras. 

• Matavimas ir ženklinimas — matavimų šališkumas. Pavyzdys: neigiami pavyzdžiai 

mokant sistemą atpažinti vaizdus yra žemos kokybės arba netinkamai paženklinti → 

modelis mokosi iš sekų, kurios neapibūdina tikslinio reiškinio. 

• Duomenų išankstinis apdorojimas ir suskirstymas į mokymo ir bandymo 

duomenis — mokymosi šališkumas. Pavyzdys: duomenys iš nepakankamai atstovaujamų 

grupių yra filtruojami kaip trikdžiai → modelis neišmoksta jų apdoroti. 

• Modelio apibrėžimas ir apibendrinimo mechanizmai — agregavimo šališkumas. 

Pavyzdys: tas pats griežtas modelis taikomas skirtinguose kontekstuose, nors grupių 

tarpusavio sąsajų modeliai nesutampa. 

• Vertinimas taikant netinkamus lyginamuosius parametrus — vertinimo šališkumas. 

Pavyzdys: modelio tikslumas vertinamas tik pagal vieną populiaciją → modelis atrodo 

geras, bet neveikia naujomis aplinkybėmis. 

• Taikymas netinkamoje aplinkoje arba darbo procese — diegimo šališkumas. 

Pavyzdys: teisės pažeidimo rizikos vertinimas taikomas nustatant laisvės atėmimo 

bausmės trukmę, nors modelis nebuvo sukurtas šiam tikslui. 

Šių atsiradimo taškų nustatymas padeda įvertinti (žr. tolesnius skyrius), kokios rizikos 

mažinimo priemonės gali būti taikomos konkretiems šališkumo šaltiniams ir ar nėra spragų 

jų taikymo srityje. 

2.5.3 Šališkumo formos ir pasireiškimo būdai 

Sustiprintasis mokymasis (SM) (angl. Reinforcement learning, RL) – tai mašininio mokymosi 

procesas, orientuotas į autonominių agentų sprendimų priėmimą. MM algoritmai, naudojami 

vykdant SM, gali būti grindžiami modeliu arba nenaudoti modelio (dažniausiai pastarieji). 

Algoritmai atsižvelgia į parametrus, gautus apdorojant anksčiau turimus duomenis arba 

mokant modelį1. Modelio nenaudojantiems algoritmams galioja konkrečios nustatytos verslo 

taisyklės, o sprendimai priimami atvirai. Šios sistemos taip pat vadinamos taisyklėmis 

grindžiamomis sistemomis2. Nedaug algoritmų patenka į šią kategoriją, tačiau šiuo atveju 

šališkumas turi būti vertinamas šiek tiek kitaip. 

 
1 Žr. DI rizikos ataskaitos [11] 2.2.2, 2.2.3 ir 2.2.4 dalis. 
2 Žr. DI rizikos ataskaitos [11] 2.2.1 dalį. 
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Požiūris, kad modeliu grindžiamos DI sistemos prognozės priklauso tik nuo mokymui 

naudojamų duomenų turinio, yra pernelyg supaprastintas. Mokymo duomenys nėra statinis 

„duotas“ faktas, o duomenų generavimas nėra neutralus procesas, kurio rezultatas yra tik 

kiekybiniai pokyčiai. Duomenų generavimas susijęs su įvairiais žmogaus pasirinkimais 

kiekviename etape. Tas pats pasakytina ir apie visą MM procesą. 

Kituose poskyriuose išsamiau apžvelgsime pagrindines 2 pav. pavaizduotas šališkumo 

formas ir susijusias sąvokas, pvz., duomenų rinkinio nereprezentatyvumą, istorinius 

diskriminacinius modelius, taip pat konkretaus duomenų rinkinio naudojimą netinkamoje 

situacijoje ar aplinkoje. Mokslinėje literatūroje galima rasti ir smulkesnių šališkumo 

kategorijų, tačiau praktinės metodikos tikslais 40 šališkumo kategorijų yra paprasčiausiai 

per daug. 

Istorinis šališkumas yra intuityviausia duomenų šališkumo forma. Nors įvesties 

duomenyse atsispindintis pasaulis gali padėti sukurti iš esmės tikslų modelį, jis vis tiek gali 

būti nepalankus tam tikroms populiacijos grupėms. Taip yra todėl, kad modelis taip pat 

atliepia istoriškai diskriminacinį dėsningumą duomenų rinkinyje. Pavyzdžiui, „Google“ 

mašininis vertimas vis dar sunkiai susidoroja su vertimais iš kalbos be giminių (pvz., estų) į 

kalbas su gimine (pvz., anglų), pateikdamas rezultatus, rodančius, kad, pvz., gydytojai yra tik 

vyrai, o visos slaugytojos yra moterys.  

Istorinio šališkumo supratimas 

Istorinis šališkumas kyla dėl natūralių istorinių pokyčių visuomenėje. Įvairiais 

laikotarpiais vyravo skirtingos taisyklės ir papročiai: pavyzdžiui, tam tikroms 

socialinėms grupėms buvo teikiama pirmenybė tam tikrose profesijose. Institucinis 

rasizmas ir seksizmas yra dažniausi to pavyzdžiai. Galiausiai, socialinis šališkumas 

tam tikrų socialinių grupių atžvilgiu kyla iš konkrečios epochos konteksto. Šie 

veiksniai turi įtakos mūsų turimiems istoriniams duomenims. 

Reprezentatyvumo šališkumas pasireiškia tada, kai dalis populiacijos3 yra nepakankamai 

arba per daug atspindėta duomenų imtyje, naudojamoje kuriant modelį. Dėl šios priežasties 

modelis negali būti taikomas kai kurioms populiacijos dalims. Ši šališkumo forma gali 

pasireikšti, pavyzdžiui, dėl netinkamo tikslinės populiacijos parinkimo (duomenys apie Abu 

Dabyje gyvenančius žmones gali būti netinkami analizuojant Kanberos gyventojus), tam tikrų 

 
3 Šiame kontekste populiacija reiškia bet kokią subjektų visumą, kurią turėtų apibrėžti arba atspindėti kuriamas 

MM modelis.  
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grupių nepakankamo atstovavimo tikslinėje populiacijoje arba atrankos metodų apribojimų 

ar netolygumo. 

Reprezentacinio šališkumo supratimas 

 Renkant duomenų rinkinius modeliui kurti, šališkumas gali pasireikšti dėl tam tikrų 

grupių neįtraukimo į duomenų rinkinį, nevienodo (neatsitiktinio) atstovų įtraukimo į 

imtį, pernelyg didelio populiacijoje vyraujančios grupės atstovavimo imtyje arba 

pernelyg didelio entuziastingų duomenų teikėjų atstovavimo imtyje. Pastarasis atvejis 

yra probleminis skatinant duomenų altruizmą: duomenų rinkinys, pagrįstas tik 

aktyvistų pateiktais duomenimis, negali būti laikomas reprezentatyviu ir subalansuotu.  

Matavimų šališkumas gali pasireikšti atrenkant, renkant ar sudarant prognozavimo 

modelio savybes ir žymėjimus. Šios savybės ir žymos skirtos pakeisti arba perteikti bet 

kokiam tiesiogiai nematuojamam arba neįmanomam užkoduoti konstruktui, pavyzdžiui, 

„tinkamumui gauti paskolą“. Vis dėlto tokia tarpinė savybė gali pernelyg supaprastinti 

sudėtingą konstruktą, nes agreguoti matavimo rezultatai gali būti gaunami skirtingais 

metodais, o matavimų tikslumas skirtingoms grupėms gali skirtis. 

Matavimų šališkumo supratimas 

 Dažniausias matavimų šališkumo šaltinis yra nevienoda duomenų kokybė, 

neišsamios arba nerūpestingai pritaikytos klasifikacijos, ontologijos ir formatai. Kai 

renkami tekstiniai, kalbos ar vaizdo duomenys, ypač sunku užtikrinti nuoseklumą 

renkant išsklaidytus duomenis. Be šaltinio duomenų, klaidų taip pat gali atsirasti dėl 

žymėjimo – jei duomenis žymintis asmuo suteikia per mažą arba per didelę vertę 

duomenų simboliui, efektui ar signalui, tai taip pat daro įtaką modelio kokybei ir gali 

lemti šališkumo pasireiškimą. Ir, žinoma, kiekybiniuose duomenyse matavimo klaidos 

(ir šališkumas) yra viena iš matavimų šališkumo atsiradimo priežasčių.  

Agregavimo šališkumas gali atsirasti tada, kai griežtai apibendrinantis modelis apdoroja 

duomenų rinkinį, kuriame yra grupių ar pavyzdžių tipų, kuriems taikomi skirtingi vertinimo 

kriterijai. Pagrindinė agregavimo šališkumo atsiradimo priežastis yra prielaida, kad įvesties 

duomenų ir žymių sąsajos yra vienodos visuose duomenų rinkinio pogrupiuose, tačiau tai 

gali būti klaidinga. Tokiu atveju diegiant modelį gali paaiškėti, kad jis netinkamai veikia, kai 

vertinama kuri nors populiacijos dalis, arba (pvz., šališkos imties atveju) veikia tik 

dominuojančiai populiacijai. 
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Agregavimo šališkumo supratimas 

Mašininio mokymosi modelio mokymo duomenų rinkinius gali sudaryti skirtingos 

asmenų, organizacijų ar objektų grupės, ir vienas modelis, struktūra ar taisyklių 

rinkinys gali būti netinkamas visoms šioms grupėms apibūdinti. Tokiu atveju, jei 

mokymo metu jos bus traktuojamos kaip lygiavertės, mašininio mokymosi modelis gali 

pateikti neteisingus išvesties duomenis apie tam tikras grupes. 

Mokymosi šališkumas pasireiškia tuomet, kai modelio veikimo skirtumai naudojant 

skirtingus duomenų rinkinius išryškėja dėl pasirinkimų, susijusių su sistemos tikslais ir 

reikalavimais. Pavyzdžiui, jei mokymui naudojamas diferencinis privatumas, tai gali riboti 

nepakankamai atstovaujamų grupių duomenų įtaką modeliui. Dėl to modelio veikimas 

prastėja, palyginti su modeliu, kuris nėra optimizuotas privatumo atžvilgiu.  

Mokymosi šališkumo supratimas 

Mokant prognozavimo mašininio mokymosi modelius, grupių, kurios yra pernelyg 

atstovaujamos šaltinio duomenyse, reikšmė modelyje taip pat gali būti padidinta, nes 

susijusios tikėtinumo vertės yra didesnės, o neapibrėžtumas mažesnis. Mokymosi 

šališkumo pavyzdys yra MM grindžiamos sistemos generuotų duomenų naudojimas 

kitos MM grindžiamos sistemos mokymui – naujasis modelis gali perimti ankstesnio 

modelio šališkumą. Taip pat, sintetiniai duomenys gali būti puiki priemonė šališkumui 

mažinti, ypač kai generuojami papildomi duomenys apie nepakankamai 

atstovaujamas grupes. 

Vertinimo šališkumas pasireiškia tada, kai tam tikro modelio veikimui vertinti naudojami 

lyginamieji parametrai, neatitinkantys faktinės populiacijos. Pagrindinė to priežastis – siekis 

palyginti modelius tarpusavyje: modelio įgyvendinimas naudojant įvairius išorinius duomenų 

rinkinius suteikia palankią galimybę sugretinti modelius, o rezultatai dažnai prilyginami 

modelio „gerumui“. Tačiau tai gali lemti pernelyg didelį dėmesį modelio pritaikymui vienam 

konkrečiam lyginamajam parametrui. Tai itin keblu, kai pats testas jau yra susijęs su 

istoriniu, reprezentatyvumo ar matavimų šališkumu. 
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Vertinimo šališkumo supratimas 

Atlikdami modelių vertinimą, DI kūrėjai gali pernelyg susitelkti į konkretaus bandymo 

ar kokybės lyginamojo tyrimo rezultatus ir pamiršti, kad bandymai ir lyginamieji tyrimai 

taip pat gali būti šališki. Jei mašininio mokymosi modelis tam tikruose testuose 

pasiekia gerų rezultatų, tai dar nereiškia, kad modelis bus veiksmingas, kokybiškas ir 

nešališkas jį įdiegus gamybos sistemoje. Taip pat reikėtų įvertinti paties vertinimo 

bandymo šališkumą. 

Diegimo šališkumas išryškėja tada, kai numatytas modelio naudojimas skiriasi nuo jo 

standartinio naudojimo. Kai kuriais atvejais patys naudotojai gali nukrypti nuo numatytosios 

užduoties, pvz., naudoti sistemą, skirtą nusikaltimų tikimybei įvertinti, siekdami nustatyti 

laisvės atėmimo bausmės trukmę. Kitais atvejais sistema gali būti sukurta kaip abstrakti ir 

autonomiška, tačiau iš tikrųjų ji turi veikti ir sąveikauti sudėtingame socialiniame ir 

technologiniame kontekste, kuris netgi neatsispindi abstrakčiame modelyje. 

Diegimo šališkumo supratimas 

Kai algoritmas ar MM modelis taikomas už iš pradžių numatytos taikymo srities ribų, 

gali atsirasti sampratos nukrypimų, o naujame kontekste gauti duomenys gali būti 

neteisingi ir šališki. Šališkumas taip pat gali atsirasti sąveikaujant naudotojui ir DI 

sistemai. Yra žinoma, kad tam tikri naudotojo sąsajos elementai arba duomenų 

pateikimo būdai (spalvos, garsai) sukelia naudotojo elgesio šališkumą, net jei pats 

modelis yra nešališkas. Jei naudotojas turi aiškų įsivaizdavimą, kokia turi būti DI 

sistemos sprendimų kokybė ar rezultatų patikimumas, arba ar reikia, kad žmogus juos 

patvirtintų, tai lemia žmogaus veiklos poveikio sumažėjimą ir DI sistemos šališkumo 

sustiprėjimą. Sprendimus priimantis asmuo taip pat gali paprasčiausiai ignoruoti DI 

sistemos pateiktą vertinimą, jei jis prieštarauja jo paties įsitikinimams. 

Algoritmai, veikiantys nenaudojant modelio, pavyzdžiui, taisyklėmis grindžiamos sistemos, 

skiriasi nuo algoritmų, veikiančių naudojant modelį, tuo, kad mokymosi šališkumo nėra, nes 

nėra modelio, kuris mokytųsi atitikti funkciją. Tokiais atvejais dažnai galime kalbėti apie 

projektavimo šališkumą, atsirandantį dėl galimo sistemos kūrėjų šališkumo. Be to, 

algoritmai, veikiantys nenaudojant modelio, gali būti veikiami visų minėtų šališkumo formų. 
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Projektavimo šališkumo supratimas 

Algoritmo kūrimo metu priimti šališki ar netinkami projektavimo sprendimai ir 

algoritmo pritaikymas netinkamoje situacijoje yra projektavimo šališkumo formos. 

Projektavimo šališkumas taip pat gali pasireikšti modeliuose grindžiamose sistemose, 

kur jis gali atsirasti dar prieš pasirenkant modelį ar duomenų rinkinius (iš dalies 

sutampa su vertinimo šališkumu). 

 

 

3 Kaip išvengti šališkumo 

 

3.1 Priežastys vengti DI šališkumo 

Kaip pabrėžta Europos Komisijos nepriklausomos aukšto lygio ekspertų grupės DI 

klausimais ataskaitoje [12], šališkumo vengimas yra vienas iš septynių pagrindinių 

reikalavimų, kuriuos būtina įgyvendinti siekiant užtikrinti DI patikimumą, kuris yra itin 

svarbus Europos vertybių ir teisės viršenybės apsaugai. DI turi atitikti teisingumo principą, o 

DI sistemos turi lygiavertiškai paisyti visų žmogiškųjų moralinių vertybių; šališkumas 

prieštarauja patikimo DI principams. 

Kai DI sistemos lemia sprendimus, turinčius įtakos asmens teisėms, galimybėms ar prieigai 

prie paslaugų, šališkumas gali sukelti rimtų pasekmių, ypač asmenims, kurie jau yra 

pažeidžiami. Tokie pavojai yra tiesiogiai susiję su Estijos lygių galimybių įstatymu ir Lyčių 

lygybės įstatymu, pagal kuriuos garantuojamos vienodos galimybės ir draudžiama 

diskriminacija dėl lyties, etninės kilmės, negalios, amžiaus ar kitų priežasčių užimtumo, 

švietimo, socialinės apsaugos srityse ir galimybių naudotis prekėmis bei paslaugomis. 

Dažnai DI šališkumas yra nematomas, nes algoritmai laikomi neutraliais. Iš tiesų, paprastai 

pritaikomos DI sistemos gali skleisti žalingus stereotipus daug greičiau ir sistemingiau nei 

žmogaus ir visuomenės šališkumas. Mums tenka etinė ir teisinė atsakomybė užtikrinti, kad 

tokios technologijos nebūtų naudojamos kaip diskriminacijos, socialinės nelygybės didinimo 

ar galios sutelkimo kelių asmenų rankose priemonės. Todėl sąžiningumo ir vienodų 

galimybių užtikrinimas šiame kontekste yra ne tik etinis imperatyvas, bet ir teisinė prievolė 

pagal Estijos ir ES teisę. 

Iš esmės priežastys, dėl kurių būtina vengti DI šališkumo, gali būti suskirstytos į tris 

kategorijas, priklausomai nuo to, kam tai daro poveikį: DI šališkumas gali turėti įtakos 

asmenims, organizacijoms ir visai visuomenei. 
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3.1.1 Asmens lygmuo: pagrindinių teisių ir laisvių pažeidimas 

Šališkumo prevencija DI sistemose yra būtina siekiant apsaugoti pagrindines teises ir 

laisves. Šališkos sprendimų priėmimo algoritminės sistemos pažeidžia pagrindinius 

demokratijos ir asmens laisvių principus, kurie yra sąžiningos visuomenės pagrindas, ir 

kenkia pasitikėjimui technologijomis ir institucijomis. Tokios sistemos dažnai yra 

nepakankamai skaidrios tiek bendro DI taikymo, tiek jo konkretaus poveikio atžvilgiu. 

Žmonės negali pasirinkti, kokį poveikį tokios sistemos turės. Ypatingą riziką patiria 

pažeidžiamos grupės, t. y. vaikai, asmenys su negalia, etninės mažumos ir moterys. 

Šališkumas DI sistemose gali sukelti nelygias galimybes naudotis svarbiomis paslaugomis, 

produktais ir technologijomis. Tai kelia grėsmę šiems principams: 

• teisei į lygias galimybes ir nešališkumą socialiniu ir ekonominės padėties, lyties, 

amžiaus, etninės kilmės, religijos ar seksualinės orientacijos atžvilgiu; 

• teisei į sąžiningą teismų ir administracinę sistemą bendrąja prasme (pavyzdžiui, kai 

pažeidžiamas nekaltumo prezumpcijos principas); 

• teisei į privatumą ir asmeninės nuosavybės apsaugai. 

3.1.2 Organizacijų lygmuo: žalos ekonominei veiklai ir reputacijai bei neatitikties 

teisės aktams rizika 

Dėl DI šališkumo organizacija gali patirti didelę ekonominės veiklos ir reputacijos žalą. 

Pavyzdžiui, gali būti sudarytos sąlygos nesąžiningai konkurencijai, piktnaudžiaujant vartotojų 

šališkumu arba rinkos neskaidrumu ir antikonkurenciniu bendradarbiavimu. Kita vertus, DI 

šališkumo paviešinimas gali pakenkti konkrečių organizacijų, institucijų, įmonių reputacijai 

(ir dėl to jos gali prarasti esamus ar potencialius klientus ir rinkos galimybes). 

Kita reikšminga rizika gali būti susijusi su atitiktimi teisės aktų reikalavimams: šališkų DI 

sistemų naudojimas gali turėti teisinių pasekmių – gali būti taikomos priežiūros priemonės 

ir atsakomybė. Konfliktai organizacijoje, kai darbuotojai įžvelgia prieštaravimą tarp 

darbdavio DI taikymo tvarkos ir jų asmeninių vertybių bei darbo etikos, turi būti pabrėžti 

kaip kategorija, kuriai reikia skirti ypatingą dėmesį tiek tais atvejais, kai DI naudojasi 

asmenys už įmonės ribų, tiek tais atvejais, kai ji naudojama organizacijos viduje (pvz., 

įdarbinant). 

3.1.3 Visuomenės lygmuo: pasitikėjimo institucijomis ir technologijomis mažėjimas 

Siekiant užtikrinti pasitikėjimą tokiomis sistemomis ir jas įgyvendinančiomis institucijomis, 

būtina užtikrinti šališkumo prevenciją įgyvendinant automatizuotus sprendimus. Šališkos DI 
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sistemos kenkia pasitikėjimui tiek technologijomis, tiek institucijomis ir kliudo visuomenei 

visapusiškai realizuoti savo potencialą per įsitraukimą. 

Dėl sisteminės neteisybės pažeidžiami demokratijos ir teisės viršenybės principai. Neteisybė, 

kuri jau pasireiškia socialinės politikos (būsto, sveikatos), švietimo, draudimo, finansų ir 

prekybos (kredito ir kitų finansinių paslaugų; skirtingų kainų ir prekių bei paslaugų 

prieinamumo) srityse, daro piliečius pažeidžiamus technologijų diegimo atžvilgiu, o tai gali 

pakenkti socialinei darnai. Šališkumas gali normalizuoti, didinti ir stiprinti esamą socialinę 

nelygybę, socialinę atskirtį ir išankstinį nusistatymą, taip kelti pavojų demokratiniams 

procesams ir lygioms galimybėms, ypač jei jis apsunkina prieigą prie švietimo, prekių, 

paslaugų ir technologijų. 

Bendras visuomenės pasitikėjimo technologijomis kritimas gali sulėtinti inovacijų plėtrą ir 

sumažinti bendrą ekonominį efektyvumą bei ekonomikos augimą. 

Pavyzdys. Nyderlandų socialinių reikalų ir užimtumo ministerijos sisteminės 

rizikos rodiklis (SyRI) (2008–2020 m.) 

SyRI (System Risico Inventarisatie) buvo didelio masto duomenų analizės sistema, 

kurią Nyderlandų socialinių reikalų ir užimtumo ministerija naudojo nuo 2008 iki 

2020 m. siekdama nustatyti mokesčių vengimo ir piktnaudžiavimo socialinėmis 

išmokomis atvejus. Sistema derino įvairius asmens duomenis – tapatybės, užimtumo, 

nuosavybės, išsilavinimo, pensijos, komercinius, pajamų ir skolų duomenis – ir 

naudodama algoritminius modelius juos analizavo, siekdama nustatyti pažeidimus ar 

galimus sukčiavimo atvejus. SyRI formuodavo rizikos ataskaitas apie adresynus, 

esančius didesnės sukčiavimo rizikos zonose. Žmonės buvo įtraukiami į sistemą ir 

galėjo tapti tyrimų subjektais. Sistema buvo naudojama visoje šalyje. Daugiausia 

iššūkių kėlė sistemos neskaidrumas, visuomenės traktavimas kaip potencialių 

įtariamųjų ir jos pernelyg didelis dėmesys pažeidžiamoms bendruomenėms. 2020 m. 

vasario mėn. Europos Žmogaus Teisių Teismas paskelbė sistemą neteisėta, nustatęs, 

kad ji pažeidžia Žmogaus teisių ir pagrindinių laisvių apsaugos konvencijos 8 

straipsnį. Dėl pilietinės visuomenės organizacijų koalicijos (angl. Coalition of Civil 

Society Organisations) skundo sistemos naudojimas buvo nutrauktas, o Nyderlandų 

vyriausybė nusprendė neapskųsti šio sprendimo, pripažindama sistemos 

neveiksmingumą. 

Asmens lygmeniu SyRI pažeidė keletą pagrindinių teisių ir laisvių ir sudarė nelygias 

galimybes naudotis svarbiomis paslaugomis. Sistema buvo pagrįsta principu, kad visi 

Nyderlandų gyventojai yra įtariamieji, o tai prieštarauja nekaltumo prezumpcijos 

principui. Tai pažeidė piliečių teisę į lygias galimybes, nes sistema sistemingai taikėsi 
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į socialiai atskirtų grupių regionus ir etnines mažumas. Taip pat buvo pažeisti 

privatumo teisės aktai, nes buvo aktyviai apdorojami įvairūs asmens duomenys be 

piliečių sutikimo ar žinios. Teisėjo nuomone, nebuvo išlaikyta socialinių interesų ir 

privatumo pusiausvyra. 

Nacionaliniu lygmeniu SyRI padarė didelę žalą Nyderlandų valstybės reputacijai. 

2020 m. Europos Žmogaus Teisių Teismo sprendimu sistema buvo pripažinta 

neteisėta, o Nyderlandų vyriausybė buvo priversta nutraukti projektą ir atsistatydinti. 

Tarptautinė nuomonė buvo neigiama, pilietinės visuomenės mobilizacija – 

veiksminga. Ministerija pripažino, kad sistema buvo neveiksminga ir neefektyvi, tačiau 

žala reputacijai jau buvo padaryta. 

Visuomenės lygmeniu SyRI pakenkė pasitikėjimui institucijomis ir pažeidė 

pagrindinius demokratijos principus, sukeldama sisteminę neteisybę. Tai sustiprino 

esamas socialines nelygybes, nes sistema taikėsi į jau ir taip pažeidžiamas 

bendruomenes, o tai savo ruožtu pakenkė pasitikėjimui valstybe ir institucijomis – 

piliečiai nežinojo, kad yra stebimi, ir negalėjo ginčyti sprendimų. Socialinis 

pasipriešinimas sustiprėjo, kai paaiškėjo, kad tam tikros vietovės buvo paskelbtos 

įtariamųjų teritorijomis. Tai trukdė lygiateisiam visuomenės įsitraukimui ir sukėlė 

nepasitikėjimą visuomenėje. 

3.2 Teisės aktai ir gairės, pagal kurias reikalaujama atsižvelgti į DI šališkumą 

3.2.1 Pagrindinės teisės ir laisvės 

Kuriant teisingesnę ir labiau į žmogų orientuotą skaitmeninę valstybę, būtina didžiausią 

dėmesį skirti žmonėms, jų teisėms ir laisvėms, kurių pagrindai, be kita ko, yra numatyti 

Estijos Respublikos Konstitucijoje [13] (žr. II skyrių) ir Europos Sąjungos sutartyje (ESS) [14]. 

ESS ir Sutartis dėl Europos Sąjungos veikimo (SESV) [15] sudaro ES teisės pamatą, 

apibrėžiantį bendrus principus [16]. 

Kadangi DI sistemos, įskaitant DKM, gali sustiprinti visuomenės šališkumą, pvz., skatinti 

stereotipus dėl lyties, rasės ir amžiaus [2], labai svarbu, kad esamos DI sistemos nebūtų 

nepagrįstai šališkos. Toliau pateiktame pavyzdyje nagrinėjama Londono policijos naudota 

realiojo laiko veido atpažinimo technologija buvo pripažinta diskriminacine tamsiaodžių 

žmonių atžvilgiu.  
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Pavyzdys. S. Thompson prieš Metropoliteno policijos komisarą (Metropoliteno 

policijos naudota veido atpažinimo technologija) [17] 

Metropoliteno policijos planą išplėsti veido atpažinimo technologijos naudojimą 

užginčijo Lygybės ir žmogaus teisių komitetas (LŽTK) (angl. Equality and Human 

Rights Commission, EHRC), kuris teigė, kad šios technologijos diegimas gali pažeisti 

žmogaus teisių įstatymus, konkrečiai, susijusius su privatumu ir diskriminacija. LŽTK 

palaikė teisminę peržiūrą, kurią inicijavo Shaunas Thompsonas, juodaodis vyras, kuris 

buvo neteisėtai identifikuotas ir sulaikytas pasitelkiant šią technologiją. LŽTK 

užginčijo Metropoliteno policijos planus plėsti veido atpažinimo technologijos 

naudojimą, teigdama, kad tai gali būti neteisėta pagal Europos žmogaus teisių ir 

lygybės standartus dėl diskriminacijos, privatumo ir masinio sekimo. 

 

DI suteikia nemažai galimybių padidinti teisėsaugos procesų efektyvumą – nuo tyrimų ir 

sienų apsaugos iki baudžiamosios teisės ir prieglobsčio suteikimo procedūrų. Vis dėlto, 

šališkas DI gali sukelti rimtų etinių problemų, pavyzdžiui, diskriminaciją, klaidingą tapatybės 

nustatymą ir visuomenės pasitikėjimo praradimą. Europolo ataskaitoje „DI šališkumas 

teisėsaugoje: praktinės gairės“ (angl. AI Bias in Law Enforcement: A Practical Guide) [18] 

pabrėžiama socialinė ir technologinė šališkumo prigimtis bei žmogaus atliekamos 

priežiūros, poveikio vertinimų ir įvairių tarpdisciplininių komandų svarba. Ataskaitoje taip 

pat svarstomi sunkumai, susiję su kompromisų, apibrėžiant ir vertinant teisingumą, valdymu, 

atkreipiant dėmesį į tai, kad nėra vieno teisingumo rodiklio, kuris tiktų visoms aplinkybėms, 

todėl žmogaus įsitraukimas priimant sprendimus yra neišvengiamas. Ataskaitoje 

pateikiamos praktinės rekomendacijos, paremtos DI aktu, dėl atsakingo, skaidraus ir teisių 

apsaugą užtikrinančio DI sistemų naudojimo teisėsaugos institucijose. 

Tyrimai rodo, kad DKM tradiciškai moteris sieja su namų ūkiu ir šeiminiu gyvenimu, o vyrus 

– su karjera ir verslu. Taip pat pastebėta, kad vaizdų generatoriai rečiau vaizduoja moteris ir 

mažumų atstovus profesinėse pareigose, ypač užimančius vadovų pareigas [2]. Siekdami 

formuoti lygesnę ir teisingesnę visuomenę, privalome visais įmanomais būdais stengtis 

išvengti tokių situacijų. Visa tai iliustruoja toliau pateikti pavyzdžiai.  

 

  



 

32 
 

 
 
 

  

 

Pavyzdys. Mobley prieš „Workday, Inc.“ – Byla Nr. 23-cv-00770-RFL [19, 20] 

Mobley prieš „Workday, Inc.“ byla yra viena iš pirmųjų didelio masto teisinių ginčų dėl 

DI naudojimo įdarbinimo procese. Jungtinių Amerikos Valstijų Federalinis teismas 

Kalifornijos valstijoje neseniai išdavė sąlyginį patvirtinimą dėl ieškinių pagal 

Diskriminacijos dėl amžiaus įdarbinant įstatymą (angl. Age Discrimination in 

Employment Act), taip galimai suformuodamas vieną iš didžiausių kada nors 

patvirtintų kolektyvinių ieškinių, susijusių su milijonais atmestų kandidatų. Ieškovas 

teigia, kad „Workday“ DI grindžiamos darbuotojų atrankos priemonės įtvirtina 

darbdavių šališkumą ir remiasi iškreiptais mokymo duomenimis, dėl to atsiranda 

sisteminė atskirtis dėl amžiaus, rasės ir negalios. Teismo sprendime pabrėžiamos 

teisinės rizikos, su kuriomis susiduria darbdaviai, naudodami algoritmines įdarbinimo 

priemones, ir nurodoma, kad teismai yra pasirengę nagrinėti jų diskriminacinį poveikį. 

Federalinis teismas teigia, kad „Workday“ automatizuota kandidatų atrankos sistema 

sukelia diskriminacinį poveikį įdarbinant darbuotojus ir kad tiekėjo atsakomybės 

teorijos gali būti nagrinėjamos teisme; tai yra svarbus žingsnis aiškinantis, kaip 

pilietinių teisių įstatymai taikomi darbdavių naudojamų DI priemonių atžvilgiu [19]. 

 

Pavyzdys. Harper prieš „Sirius XM Radio, LLC“ – Byla Nr. 2:25-cv-12403-TGB-APP 

[21, 22] 

Harperis prieš „Sirius XM Radio, LLC“ byloje darbo ieškantis asmuo pateikė ieškinį 

Jungtinių Amerikos Valstijų apygardos teismui Mičigano rytinėje apygardoje, 

teigdamas, kad įmonės DI pagrindu veikianti įdarbinimo priemonė buvo jo atžvilgiu 

diskriminacinė dėl rasės. Ieškovas teigia, kad „iCIMS“ kandidatų atrankos sistema 

įvertinimo procese taikė istorinius šališkumus, dėl kurių jis buvo atmestas siekiant 

kandidatuoti į maždaug 150 IT darbo vietų, nepaisant jo kvalifikacijos. Harperis 

remiasi diskriminacinio elgesio ir diskriminacinio poveikio teorijomis ir siekia įtraukti 

į ieškinį panašiai nukentėjusius kandidatus. Jis reikalauja kompensacijos ir nuostolių 

atlyginimo, taip pat teismo įsakymo pakeisti arba nutraukti DI priemonės naudojimą. 

Šiuo metu tai yra tik kaltinimai; „Sirius XM“ dar nepateikė atsiliepimo, o teismas dar 

nenustatė faktinių aplinkybių ir teisės aktų pažeidimų. 
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Pavyzdys. JK „Uber Eats“ kurjerio byla [23] 

„Uber Eats“ kurjeris Pa Edrissas Manjangas pateikė ieškinį prieš įmonę dėl 

diskriminacijos, teigdamas, kad veido atpažinimo sistema, naudojama jo tapatybei 

nustatyti, juodaodžių asmenų atveju buvo mažiau veiksminga, dėl ko pakartotinai 

nepavykdavo prisijungti. Byla baigėsi išmokant finansinę kompensaciją Manjangui, o 

Lygybės ir žmogaus teisių komitetas (LŽTK) pabrėžė, kad būtina tikrinti DI sistemų 

nešališkumą ir teisingumą. 

Šiandien teisė į lygybę ir diskriminacijos draudimas laikomi pagrindinėmis žmogaus 

teisėmis [24]. Estijos Respublikos Konstitucijos 12 straipsnis numato, kad visi yra lygūs prieš 

įstatymą. Niekas negali būti diskriminuojamas dėl tautybės, rasės, odos spalvos, lyties, 

kalbos, kilmės, religijos, politinių ar kitų įsitikinimų, turtinės ar socialinės padėties ar kitų 

aplinkybių. Neapykantos, smurto ir diskriminacijos dėl tautybės, rasės, religijos ar politinių 

įsitikinimų kurstymas yra draudžiamas ir baudžiamas įstatymų nustatyta tvarka. 

Neapykantos, smurto ir diskriminacijos tarp socialinių sluoksnių kurstymas taip pat yra 

draudžiamas ir baudžiamas įstatymų nustatyta tvarka4. 

ESS [14] pabrėžiamas žmogaus orumas, laisvė, lygybė ir pagarba jo teisėms, išskiriant 

nediskriminavimą, teisingumą ir lygybę kaip vertybes. Pagal ESS, Žmogaus teisių ir 

pagrindinių laisvių apsaugos konvencija užtikrinamos pagrindinės teisės laikomos 

bendraisiais ES teisės principais [14]. ES pagrindinių teisių chartija [26] įtvirtina, inter alia, 

teises, kylančias iš ES valstybių narių konstitucinės praktikos ir tarptautinių įsipareigojimų, 

įskaitant Žmogaus teisių ir pagrindinių laisvių apsaugos konvenciją, ES ir Europos Tarybos 

priimtąsias socialines chartijas, taip pat ES Teisingumo Teismo ir Europos Žmogaus Teisių 

Teismo praktiką [27]. Taip pat priimtos įvairios direktyvos, skirtos vienodoms sąlygoms 

užtikrinti, pavyzdžiui, Tarybos direktyva 2000/43/EB dėl rasinės ir etninės lygybės [28] ir 

Tarybos direktyva 2000/78/EB dėl vienodo požiūrio užimtumo ir profesinėje srityje [29].  

Asmenų lygybė prieš įstatymą ir apsauga nuo diskriminacijos taip pat įtvirtinta daugelyje 

tarptautinių dokumentų, pavyzdžiui: 

• Jungtinių Tautų (JT) priimtoje Visuotinėje žmogaus teisių deklaracijoje [30] (1948 m.) – 

pirmajame tarptautiniame dokumente, pabrėžiančiame, kad žmogaus teisės taikomos 

visiems vienodai ir yra nedalomos, neatimamos ir visuotinės [31]; 

• įvairiose JT konvencijose dėl diskriminacijos prevencijos (pvz., dėl moterų teisių 

apsaugos [32], rasinės lygybės užtikrinimo [33]); 

 
4 Dėl Konstitucijos 12 straipsnio taip pat žr. paaiškinimus, pateiktus jos versijoje su pastabomis [25]. 
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• JT paktuose, pvz., dėl pilietinių ir politinių teisių [34], taip pat dėl ekonominių, socialinių 

ir kultūrinių teisių [35]. 

Europos Tarybos pagrindų konvencijoje dėl DI ir žmogaus teisių, demokratijos ir teisės 

viršenybės [36] išdėstyti DI sistemų kūrimo ir naudojimo principai, kuriais siekiama 

užtikrinti, kad sistemos ir su jomis susijusi veikla visą DI sistemos gyvavimo ciklą būtų 

suderinta su pagrindinėmis teisėmis ir atitiktų demokratijos ir teisės viršenybės principus (1 

str. 1 d.). ES konvencija taikytina DI sistemoms, kurias reglamentuoja DI aktas. 

DI akte [1] nurodyta, kad DI turėtų būti į žmogų orientuota technologija. Ji turėtų būti 

žmonėms skirta priemonė, kurios pagrindinis tikslas – didinti žmonių gerovę (6 k. d.). DI 

akte numatyta rizika grindžiama sistema (žr. taip pat 9 str.), pagal kurią didesnės rizikos DI 

sistemoms taikomi griežtesni reikalavimai (žr. III skyrių) ir tam tikrų DI sistemų naudojimas 

yra draudžiamas (žr. 5 str.). Reikalavimai yra sugriežtinti atsižvelgiant į su DI susijusias 

funkcijas (žr. 2.2 poskyrį) (taip pat žr. paaiškinimus dėl importuotojų ([37] 503 p. ir toliau) ir 

platintojų ([37] 516 p. ir toliau) įsipareigojimų). 

Pagal DI aktą:  

Įvairovė, nediskriminavimas ir teisingumas reiškia, kad DI sistemos kuriamos ir 

naudojamos taip, kad šiame procese dalyvautų įvairūs subjektai ir kad būtų skatinama 

vienoda prieiga, lyčių lygybė ir kultūrų įvairovė, kartu išvengiant diskriminacinio 

poveikio ir nepagrįsto šališkumo (27 k. d.). Pavyzdžiui, DI akte pažymima, kad 

nuotoliniam fizinių asmenų biometriniam tapatybės nustatymui skirtų DI sistemų 

techniniai netikslumai gali lemti šališkus rezultatus ir daryti diskriminacinį poveikį. 

Toks galimas šališkumas ir diskriminacija yra ypač reikšmingi amžiaus, etninės 

kilmės, rasės, lyties arba negalios atžvilgiu (32 ir 54 k. d.). 

DI akto 27 straipsnyje numatyta išsami poveikio pagrindinėms teisėms vertinimo (PPTV) 

pagrindų sistema (taip pat žr. [38] ir [37] 553 p. ir toliau). Tam tikromis aplinkybėmis tokia 

prievolė atsiranda aukšto rizikos lygio DI sistemų atveju prieš įdiegiant sistemą. Pagal PPTV 

pagrindinis dėmesys skiriamas rizikos valdymui: nustatant žmonėms kylančią riziką, 

vertinant jos tikimybę ir sunkumo laipsnį, siūlant rizikos mažinimo priemones ir rengiant 

veiksmingą rizikos valdymo planą [39]. ISO/IEC 42005 [40] (žr. 1 lentelę) taip pat gali būti 

naudingas vertinant DI sistemos poveikį. Ypatingą dėmesį reikėtų skirti DI sistemų 

diegimui ir įgyvendinimui, kai tikslinės grupės yra labiau pažeidžiamos, pvz., nepilnamečiai, 

pagyvenę žmonės, asmenys, turintys individualių poreikių. Estijos viešosioms institucijoms ir 

privačioms įmonėms, teikiančioms viešąsias paslaugas, patikimo PPTV atlikimas gali būti 

mechanizmas, skirtas proaktyviai įgyvendinti Lygių galimybių įstatyme ir Lyčių lygybės 

įstatyme numatytas prievoles: įtraukiant lygybės rizikos analizę į DI valdymo procesą, 
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dokumentuojant deramo patikrinimo procedūras ir padedant užkirsti kelią algoritminiam 

šališkumui, kuris gali būti prilygintas diskriminacijai. 

Taip pat būtina sudaryti sąlygas naudotis apribotomis bandomosiomis reglamentavimo 

aplinkomis (angl. regulatory sandboxes) (taip pat viešajam sektoriui), siekiant paremti saugų 

didelės rizikos DI sistemų veikimo patikrinimą, kol DI sistemų reglamentavimo reikalavimai 

bus pradėti taikyti visa apimtimi [41]. Pagal DI aktą valstybės narės privalo užtikrinti, kad jų 

kompetentingos institucijos nacionaliniu lygmeniu sukurtų bent vieną apribotą bandomąją 

DI reglamentavimo aplinką, kuri pradėtų veikti ne vėliau kaip 2026 m. rugpjūčio 2 d. (57 str. 

1 d.). Pavyzdžiui, Prancūzijos duomenų apsaugos priežiūros institucija (CNIL) [42] užtikrina 

galimybę gauti teisines ir technines konsultacijas Europoje. Pagal Estijos DI veiksmų planą 

2024–2026 m. [43] Estijoje veikia „AccelerateEstonia“, sudaranti sąlygas išbandyti naują 

sprendimą rinkoje, kurti prototipus ir numatyti būtinus teisinius pakeitimus. 

Remiantis Estijos 2024–2030 m. baltąja knyga dėl duomenų ir DI (angl. Estonian White 

Paper on Data and Artificial Intelligence 2024–2030) [44], Estija siekia tarptautiniu 

lygmeniu dalyvauti kuriant politiką, teisės aktus ir standartus, kurie leistų mums įgyvendinti 

savo interesus ir užtikrinti DI taikymą bei atitiktį patikimo DI principams. Estija taip pat 

įžvelgia didelę bendradarbiavimo su pagrindinėmis šalimis partnerėmis svarbą patikimo DI 

įgyvendinimo ir stebėjimo srityse. 

Estijos skaitmeninės visuomenės plėtros plane iki 2030 m. (angl. Estonian Digital Society 

Development Plan 2030) [45] užsibrėžtas tikslas užtikrinti aukštos kokybės, nuspėjamas ir 

prieinamas viešąsias paslaugas kiekviename regione, garantuojant atitiktį pagrindinėms 

žmonių teisėms. Kai tokios paslaugos yra teikiamos pasitelkiant DI sistemas, būtina 

atsižvelgti į atitinkamus teisinius reikalavimus ir įvairių ekspertų grupių bei kompetentingų 

organizacijų gaires. Remiantis 2024–2030 m. baltąja knyga dėl duomenų ir DI [44] taip pat 

svarbu nustatyti riziką, susijusią su algoritmine diskriminacija Estijos viešojo sektoriaus 

sistemose, ir ją mažinti. 

Vadovaujantis Europos Komisijos aukšto lygio ekspertų grupės Gairėmis dėl patikimo DI 

[12], DI turi būti teisėtas, etiškas ir patikimas. Pagrindiniai reikalavimai DI yra į žmogų 

orientuotas valdymas, techninis patikimumas ir saugumas, privatumas ir duomenų valdymas, 

skaidrumas, įvairovė ir teisingumas, socialinė ir aplinkos gerovė bei atsakomybė. 

Vadovaujantis šiais principais užtikrinama pagrindinių teisių apsauga ir nauda visuomenei. 

Ekonominio bendradarbiavimo ir plėtros organizacija (EBPO) suformulavo šiuos DI 

principus [46]: 

• įtraukioji plėtra ir tvarus vystymasis, 

• žmogaus teisės ir demokratinės vertybės, 
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• skaidrumas ir paaiškinamumas, 

• saugumas ir patikimumas, 

• atsakomybė. 

EBPO rekomendacijose politikos formuotojams pabrėžiama būtinybė investuoti į DI 

mokslinius tyrimus ir plėtrą, kurti įtraukią ir palankią ekosistemą, plėtoti sąveikią politikos 

aplinką, ugdyti žmonių įgūdžius ir pasirengti darbo rinkos pokyčiams, taip pat skatinti 

tarptautinį bendradarbiavimą siekiant užtikrinti DI patikimumą [46]. 

Europos deklaracijoje dėl skaitmeninių teisių ir principų, skirtoje Skaitmeniniam 

dešimtmečiui (angl. European Declaration on Digital Rights and Principles for the Digital 

Decade) [47], DI laikomas priemone, kurios galutinis tikslas – didinti žmonių gerovę. Pagal 

ją kiekvienam žmogui turėtų būti suteikta teisė naudotis DI sistemų teikiamais privalumais 

ir priimti pagrįstus sprendimus skaitmeninėje aplinkoje, kartu jį apsaugant nuo rizikos ir 

žalos, kuri gali turėti įtakos jo sveikatai, saugumui ir pagrindinėms teisėms. Deklaracijoje 

taip pat pažymima, kad būtina užtikrinti saugią ir sveiką darbo aplinką, kad DI naudojimas 

darbo vietoje būtų skaidrus ir grindžiamas rizikos vertinimo principais. Taip pat būtina 

užtikrinti, kad svarbūs sprendimai, turintys įtakos darbuotojams, būtų priimami prižiūrint 

žmonėms ir kad darbuotojai būtų informuojami, kai jiems tenka susidurti su DI sistemomis. 

Pavyzdys. Nelygybės stiprėjimas 

DI taikymas gali dar labiau sustiprinti nelygybę, pvz., įdarbinant, kai algoritmai teikia 

pirmenybę vyrams, arba sveikatos priežiūros srityje, kai moterims gali būti pateikiama 

klaidinga diagnozė, nes modeliai remiasi daugiausia iš vyrų surinktais duomenimis. 

Švietimo srityje algoritmai realiuoju laiku gali nuvertinti mergaičių galimybes, 

didindami riziką, kad jos iškris iš švietimo sistemos, ir ribodami jų galimybes dalyvauti 

tolesnėse mokymosi programose [2]. 

Europos Parlamento 2024 m. tyrime išryškinami atvejai, kurie atskleidžia netinkamo DI 

naudojimo mastą ir kelia sudėtingus politinius, reglamentavimo ir diplomatinius iššūkius, 

siejamus su praeitimi [48]. Tyrimo duomenimis: 

• netinkamas DI naudojimas autoritariniuose režimuose tampa vis didesne problema, 

skatinančia dezinformacijos plitimą ir disidentų slopinimą; 

• ES privalo investuoti į etiško DI tyrimus ir plėtrą, kad būtų skatinamos skaidrios 

technologijos, kuriomis nebūtų piktnaudžiaujama; 

• siekiant nubausti žmogaus teisių pažeidėjus ir pašalinti tiekimo grandinės 

pažeidžiamumą, būtinos veiksmingos sankcijos ir atskaitomybės mechanizmai; 
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• siekiant užkirsti kelią ES technologijų naudojimui vykdant represijas, itin svarbu išlaikyti 

pusiausvyrą tarp inovacijų skatinimo ir griežto etikos principų laikymosi; 

• glaudus bendradarbiavimas su akademine bendruomene, privačiuoju sektoriumi ir 

pilietine visuomene yra būtinas siekiant užtikrinti išankstinio perspėjimo veiksmus ir 

ieškoti novatoriškų sprendimų; 

• ES turėtų įtvirtinti visuotinius DI valdymo standartus, sukurdama tvirtą teisinį pagrindą ir 

aktyviai bendradarbiaudama su tarptautinėmis organizacijomis. ES privalo išlaikyti 

aukštus žmogaus teisių apsaugos ir skaidrumo standartus savo viduje, kad stiprintų 

patikimumą pasauliniu mastu; 

• DI dvejopas naudojimas kelia būtinybę tobulinti eksporto kontrolę, siekiant užkirsti kelią 

piktnaudžiavimui. 

Europos Komisijos 2025 m. ataskaitoje [2] nagrinėjamas bendrosios paskirties dirbtinio 

intelekto (BPDI) vaidmens pokyčiai ES. Ataskaitoje pabrėžiamas BPDI potencialas skatinti 

inovacijas, produktyvumą ir socialinę plėtrą, tačiau taip pat atkreipiamas dėmesys į tokias 

grėsmes kaip dezinformacijos skleidimas, šališkumas, darbo vietų pertvarka ir privatumo 

rizika. Apžvelgiamos BPDI technologinės galimybės, poveikis ekonomikai ir pasekmės 

visuomenei. Be to, nagrinėjami ES norminiai pagrindai (pvz., DI aktas ir duomenų apsaugos 

teisės aktai), pagal kuriuos turėtų būti užtikrintas patikimas ir skaidrus DI kūrimas. 

Ataskaitoje pabrėžiama, kad norint maksimaliai padidinti BPDI teikiamą naudą ir sumažinti 

riziką būtina taikyti subalansuotą politiką, atsižvelgiant į demokratines vertybes ir ES teisinį 

pagrindą. 

Pavyzdys. Bendrosios paskirties dirbtinis intelektas (BPDI)  

BPDI gali sustiprinti esamus išankstinius nusistatymus ir stereotipus, ypač kai 

modeliai mokomi pasitelkus nelygybę atspindinčius duomenis. Pavyzdžiui, BPDI gali 

sugriežtinti šališkumą lyties atžvilgiu vertinant kreditingumą [2]. 

Pirmiau išdėstyta informacija pabrėžia būtinybę sukurti sąžiningą ir skaidrią sprendimų 

priėmimo sistemą, sumažinti nesąžiningą šališkumą ir užtikrinti atskaitingumą. Todėl norint 

sukurti patikimą DI reikia naudoti įvairius mokymo duomenis ir sąžiningumą užtikrinančius 

algoritmus. Svarbu reguliariai tikrinti sistemas ir didinti DI sistemų kūrėjų įvairovę. 

Pavyzdžiui, ES lygmeniu pagal Skaitmeninių paslaugų aktą (Reglamentas (ES) 2022/2065) 

[49] didžiosios platformos privalo kasmet atlikti rizikos vertinimus, siekdamos nustatyti 

galimą diskriminaciją ir grėsmę pagrindinėms teisėms [2]. 

Įvairovė, teisingumas ir diskriminacijos prevencija yra patikimo DI kūrimo pagrindas. 

Siekiant išvengti pažeidžiamų grupių atskirties ir neigiamų stereotipų bei diskriminacijos 
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stiprėjimo, būtina pašalinti nepagrįstą šališkumą. Vadovaujantis Chartija, DI teisingumas 

vertinamas remiantis saugomais tapatybės bruožais (pvz., rasė, lytis, amžius, negalia). DI 

sistemos turėtų būti vertinamos atsižvelgiant į įvairias saugomas grupes, ypač didelės 

rizikos atvejais, ir visą gyvavimo ciklą turėtų būti dedamos visos pastangos vengti 

diskriminacinių ar šališkų rezultatų, siekiant užtikrinti teisingumą ir laikytis ES apsaugos nuo 

diskriminacijos teisės aktų [2]. 

Iki 2025 m. pabaigos Europos Komisija ketina paskelbti du naujus strateginius 

dokumentus: „DI taikymo strategiją“ (angl. Apply AI Strategy) [50], kuri orientuota į DI 

sistemų potencialų panaudojimą tiksliniuose sektoriuose ir teikiant viešąsias paslaugas, ir 

„Europos DI naudojimo mokslo srityje strategiją“ (angl. European Strategy for AI in Science) 

[51], pagal kurią skatinamas atsakingas DI naudojimas vykdant mokslinę ir inovacinę veiklą. 

2026 m. pirmąjį ketvirtį Komisija taip pat turėtų paskelbti Debesijos ir DI plėtros akto (angl. 

Cloud and AI Development Act) projektą [52], kurio tikslas – sudaryti palankias sąlygas 

investicijoms į debesijos ir krašto kompiuterijos (angl. edge computing) technologijas [53]. 

3.2.2 Duomenų apsauga ir duomenų valdymas 

Duomenų apsaugos klausimai Europoje yra nuodugniai reglamentuoti. Asmens duomenų 

apsaugos reikalavimai gali būti grindžiami tiek nacionaliniais, tiek ES teisės aktais. 

Priklausomai nuo situacijos, gali reikėti remtis, pavyzdžiui, BDAR [54], teisėsaugos 

institucijų duomenų apsaugos direktyva [55] arba reglamentu dėl asmens duomenų 

tvarkymo ES institucijose, įstaigose ir agentūrose [56]. Taip pat gali praversti duomenų 

apsaugos organizacijų gairės ir jų siūlomi aiškinimai,  įvairūs rekomendaciniai dokumentai 

ar teisinė literatūra apie asmens duomenų tvarkymą naudojant DI sistemas, pvz., [57, 58, 

59]. 

Estijos asmens duomenų apsaugos įstatymas (IKS) [60] patikslina ir papildo BDAR [54] 

nuostatas ir numato Direktyvos (ES) 2016/680 perkėlimo į nacionalinę teisę taisykles. 

Keliuose IKS skirsniuose (pvz. 4–5 skirsniuose, 6 skirsnio 3 dalyje, 10 skirsnio 2 ir 3 dalyse) 

numatyta, kad duomenų tvarkymas negali daryti pernelyg didelės žalos duomenų subjektų 

teisėms. Be to, IKS numato, kad draudžiama priimti sprendimą remiantis tik automatizuotu 

duomenų tvarkymu, jei tai turi neigiamų pasekmių duomenų subjektui. Taip pat draudžiama 

priimti sprendimą, pagrįstą profiliavimu, kuris diskriminuoja fizinius asmenis dėl tam tikrų 

rūšių asmens duomenų, išskyrus atvejus, kai sprendimą leidžiama priimti pagal įstatymą, 

numatantį tinkamas priemones duomenų subjekto teisių, laisvių ir teisėtų interesų apsaugai 

(žr. IKS 21 skirsnio 1 dalį). 

DI akte taip pat nurodyta, kad būtina atsižvelgti į reikalavimus, susijusius su asmens 

duomenų tvarkymu, DI sistemas projektuojant, kuriant ar naudojant. Duomenų subjektams 
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išlieka visos pagal ES teisę suteikiamos teisės ir garantijos, įskaitant ir tas, kurios susijusios 

su automatizuotu individualių sprendimų priėmimu bei profiliavimu (DI akto 10 k. d). Toliau 

pateiktas pavyzdys aiškiai iliustruoja duomenų analizės keliamus iššūkius. 

Pavyzdys. Automatinė duomenų analizė – Byla Nr. 1 BvR 1547/19, 1 BvR 2634/20 

[61, 62]  

2023 m. vasario mėn. Vokietijos Federalinis Konstitucinis Teismas priėmė sprendimą 

dėl policijos institucijų atliekamos automatizuotos duomenų analizės atitikties 

Konstitucijai. Teismas nusprendė, kad saugomų asmens duomenų tvarkymas atliekant 

automatizuotą analizę yra aiškus Konstitucijoje įtvirtintos apsisprendimo teisės dėl 

savo duomenų pažeidimas. Toks įsikišimas gali būti didesnio masto nei pirminis 

duomenų rinkimas, todėl jam vykdyti reikalingas papildomas teisinis pagrindimas, 

grindžiamas proporcingumo ir tikslo ribojimo principais. Sprendime pabrėžiama, kad 

tik įstatymų leidžiamoji valdžia gali nustatyti pagrindines taisykles dėl to, kokie 

duomenys gali būti naudojami ir kokie analizės metodai yra leistini, o administracinės 

institucijos gali nustatyti techninius reikalavimus, vykdydamos griežtą priežiūrą. Kai 

automatizuota duomenų analizė daro reikšmingą poveikį pagrindinėms teisėms, ji 

leistina tik siekiant apsaugoti ypatingos reikšmės teisinius interesus ir tik taikant 

griežtas apsaugos priemones. 

BDAR taikymas DI sistemoms gali būti sudėtingas, nes DI savybės (pvz., neskaidrumas ir 

intensyvus duomenų naudojimas) gali prieštarauti BDAR 5 straipsnyje nustatytiems 

bendriesiems principams, pvz., teisėtumui, skaidrumui, tikslingumui, duomenų kiekio 

mažinimui ir atskaitingumui [59]. BDAR taip pat yra griežtesnis specialių kategorijų asmens 

duomenų tvarkymo atžvilgiu, o tai gali sudaryti teisinį neapibrėžtumą [63]. Kartu buvo 

nuspręsta [64], kad tikslingumo ir duomenų kiekio mažinimo principai taip pat gali būti 

lanksčiai taikomi DI naudojimo srityje pagal BDAR. Tikslingumo principas leidžia 

pakartotinai naudoti duomenis, jei tai atitinka pirminį duomenų rinkimo tikslą. Duomenų 

kiekio mažinimas, visų pirma, gali reikšti atpažinimo ribojimą (pvz., naudojant 

pseudonimus), o ne būtinai duomenų apimties apribojimą. 

DI sistemos atitiktis BDAR užtikrina, kad sistemoje naudojami asmens duomenys yra 

tinkami, aktualūs ir būtini aiškiai apibrėžtam tikslui įgyvendinti. Tad duomenų valdytojai turi 

atidžiai apsvarstyti ir pagrįsti kiekvieno duomenų komponento būtinumą; tai turi būti 

analizuojama kiekviename sistemos gyvavimo ciklo etape atskirai (žr. 2.3 poskyrį). Tinkama 

duomenų apžvalga taip pat sudaro palankias sąlygas lengviau laikytis DI akto reikalavimų, 

pvz., nustatyti ir apriboti šališkumą. DI akte nustatytos jautrių duomenų tvarkymo ir aktyvaus 
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šališkumo valdymo taisyklės, taip užtikrinant, kad DI sistemos atitiktų sąžiningumo, 

skaidrumo ir būtiniausių duomenų principus [65]. 

Estijos duomenų apsaugos inspekcija dalijasi patarimais, kaip apsaugoti asmenų privatumą 

ir užtikrinti duomenų apsaugą atvejais, kai DI sistema tvarko asmens duomenis. Ji 

reikalauja, kad duomenys būtų renkami ir tvarkomi tik aiškiai apibrėžtais ir pagrįstais 

tikslais, taip pat kad būtų užtikrintas skaidrumas ir saugumas. Svarbu suprasti, ar DI 

pateikiami duomenys gali apimti ir asmens duomenis, informaciją, skirtą vidiniam 

naudojimui, ar komercines paslaptis5. Žmonės turi būti informuojami, kaip naudojami jų 

duomenys, ir turėti galimybę peržiūrėti bei ištaisyti savo duomenis. 

Toliau pateiktame pavyzdyje teismas įpareigojo „Clearview AI“ informuoti duomenų 

subjektus apie galimybę ištrinti jų duomenis iš įmonės duomenų bazės. 

Pavyzdys. ACLU prieš „Clearview AI“ – Biometriniai duomenys [67, 68]  

Byloje ACLU prieš „Clearview AI“ Amerikos pilietinių laisvių sąjunga (angl. American 

Civil Liberties Union, ACLU) ir jos filialas Ilinojaus valstijoje apkaltino „Clearview AI“ 

pažeidus Ilinojaus biometrinių duomenų privatumo įstatymą (angl. Illinois Biometric 

Information Privacy Act, BIPA) dėl neteisėto asmenų veido nuotraukų rinkimo ir 

naudojimo. Pagal sudarytą susitarimą „Clearview“ visam laikui uždrausta suteikti 

daugumai įmonių ir privačių subjektų prieigą prie savo veido atvaizdų duomenų bazės 

visoje šalyje, o Ilinojaus valstijos ir vietos institucijoms prieiga negali būti suteikta 

penkerius metus. Ilinojaus gyventojai dabar gali atsisakyti būti įtraukti į „Clearview“ 

duomenų bazę, o įmonė privalo viešai informuoti apie šią atsisakymo galimybę. 

Susitarimas pabrėžia griežtų biometrinių duomenų apsaugos įstatymų svarbą ir 

užtikrina pažeidžiamų bendruomenių, įskaitant nukentėjusius nuo smurto artimoje 

aplinkoje, asmenis, neteisėtai kirtusius valstybės sieną, ir sekso darbuotojus, apsaugą. 

Šis atvejis rodo, kad griežti privatumo reglamentai gali prasmingai apriboti didelio 

masto biometrinį sekimą. 

Kitame pavyzdyje aprašoma, kaip „Facebook“ naudotojų asmens duomenys buvo renkami 

be daugumos duomenų subjektų sutikimo. Duomenys buvo renkami tiek iš „Facebook“ 

 
5 Estijos visuomenės informavimo įstatyme [66] įtvirtintas tikslas užtikrinti visuomenės galimybę susipažinti 

su informacija, skirta naudoti bendrai. Įstatymo 31 skirsnio 3 dalyje nurodyta, kad „suteikiant informaciją naudoti 

bendrai turi būti užtikrintas asmens privatumas, autorių teisių apsauga, nacionalinio saugumo apsauga, 

komercinių paslapčių ir kitos informacijos, kuriai taikomi prieigos apribojimai, apsauga“. Įstatymo 34 straipsnio 

1 dalyje numatyta, kad informacija, prie kurios prieiga yra ribojama įstatymų nustatyta tvarka, laikoma riboto 

naudojimo informacija. Riboto naudojimo informacijos įvedimas į viešąją DI sistemą yra draudžiamas, nes 

neįmanoma užkirsti kelio tokios informacijos nutekėjimui paslaugos teikėjui ar modelio diegėjui, t. y. nėra 

galimybės užtikrinti tolesnę informacijos tvarkymo kontrolę. 
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programėlės naudotojų, tiek iš jų draugų ir buvo naudojami politiniams profiliams, skirtiems 

tikslinei reklamai, kurti. 

Pavyzdys. „Cambridge Analytica“ skandalas [69, 70]  

„Cambridge Analytica“ skandalas demonstruoja, kaip algoritminis vertinimas gali 

skatinti šališkumą net ir be tiesioginio duomenų rinkimo iš kiekvieno asmens. 

Pasitelkusi asmenybės testą ir dalyvių socialinius ryšius, „Cambridge Analytica“ 

sukūrė psichometrinius profilius milijonams naudotojų, kurie vėliau buvo panaudoti 

politinių naujienų sklaidai paveikti. Šis procesas stiprino esamą socialinį ir politinį 

šališkumą, nes algoritmas rėmėsi labiau demografinėmis koreliacijomis ir 

prielaidomis, o ne individualiu elgesiu. Šis atvejis parodo, kad slaptas kišimasis ir 

tikslinis elgesio stebėjimas gali atsitiktinai sustiprinti diskriminacinius modelius ar 

ideologines „aido kameras“ (angl. echo chambers). Atitinkamai, tai pabrėžia būtinybę 

vykdyti DI ir algoritminių sistemų reguliacinę priežiūrą, siekiant nustatyti ir sumažinti 

šališkumą prognozavimo modeliuose ir duomenų pagrindu priimamuose 

sprendimuose. 

Didelis DI sistemų tvarkomų asmens duomenų kiekis gali kelti didelę grėsmę pagrindinėms 

teisėms, pirmiausia teisei į privatumą ir nediskriminavimą [71]. Antrojoje direktyvoje dėl 

kibernetinio saugumo (TIS2) [72] taip pat numatyta, kad naujos technologijos, pavyzdžiui, 

DI, turi atitikti ES duomenų apsaugos reikalavimus, įskaitant tokius principus kaip duomenų 

tikslumas, sąžiningumas, skaidrumas ir konfidencialumas (šifravimas) bei kuo mažesnio 

duomenų kiekio rinkimas, ir kad turi būti visapusiškai laikomasi BDAR nustatytų 

pritaikytosios ir standartizuotosios duomenų apsaugos reikalavimų. 

Siekiant įvertinti grėsmės tikimybę ir rimtumą, atsižvelgiant į duomenų tvarkymo pobūdį, 

aprėptį, kontekstą ir tikslus, prieš pradedant tvarkyti duomenis turėtų būti atliktas poveikio 

duomenų apsaugai vertinimas (BDAR 35 str., 90 p.). DI sistemų poveikio vertinimai, 

apimantys etinius ir socialinius aspektus, puikiai papildo poveikio duomenų apsaugai 

vertinimo procesą [71]. 
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Pavyzdys. Toeslagenaffaire Nyderlanduose [71] 

Nyderlandų Toeslagenaffaire (vaikų išlaikymo išmokų skandalas) susijęs su 

Nyderlandų mokesčių ir muitų administracijos naudojamu algoritmu, skirtu nustatyti 

vaikų išlaikymo išmokų sukčiavimo atvejams. Sistema sudarė klaidingus rizikos 

profilius, dažnai nukreiptus į dvigubą pilietybę turinčius arba migrantų kilmės žmones, 

ir neteisingai klasifikavo tūkstančius šeimų kaip sukčiautojus. Dėl to nemažai žmonių 

neteko galimybės gauti išmokas, susidūrė su dideliais finansiniais sunkumais ir 

ilgalaikėmis socialinėmis pasekmėmis. 2021 m. šis skandalas paskatino visos 

Nyderlandų vyriausybės atsistatydinimą ir tebėra esminis pavyzdys, kaip algoritminis 

šališkumas gali sukelti sisteminę neteisybę. 

Pagal DI akto 10 straipsnio 1 dalį reikalaujama, kad mokymo, validavimo ir bandymo 

duomenų rinkiniai, skirti didelės rizikos DI sistemoms kurti, būtų tvarkomi laikantis tinkamų 

duomenų tvarkymo ir valdymo praktikos principų. Būtina atsižvelgti į to paties straipsnio 2 

dalyje nurodytus reikalavimus, įskaitant nurodytų duomenų rinkinių nagrinėjimą, siekiant 

užkirsti kelią šališkumui (10 str. 2 d. f p.) ir pareigą imtis tinkamų priemonių šališkumui 

aptikti, užkirsti jam kelią ir jį sumažinti. Pagal DI akto 10 straipsnio 2 ir 3 dalis reikalaujama, 

kad mokymo, validavimo ir bandymo duomenų rinkiniai būtų tinkami, pakankamai 

reprezentatyvūs ir, kiek įmanoma, be klaidų ir išsamūs, atsižvelgiant į numatytąją duomenų 

paskirtį ir atitinkamas statistines savybes, susijusias su tiksline populiacija. Be to, 4 dalyje 

patikslinta, kad, kiek to reikia atsižvelgiant į numatytąją paskirtį, duomenų rinkiniai turi būti 

grindžiami savybėmis ar elementais, būdingais konkrečiai geografinei, kontekstinei, 

elgsenos ar funkcinei aplinkai, kurioje ketinama naudoti didelės rizikos DI sistemą. Katerina 

Yordanova plačiau pakomentavo DI akto 10 straipsnį savo pastabose dėl DI akto (žr. 259–

283 puslapius [37]). Taip pat žr. DI akto 66, 67, 68, 69, 70 k. d. 

DI akto 10 straipsnio 5 dalis: 

Didelės rizikos DI sistemų tiekėjai, kiek tai tikrai būtina siekiant užtikrinti tų sistemų 

šališkumo aptikimą ir ištaisymą pagal šio straipsnio 2 dalies f ir g punktus, gali 

išimties tvarka tvarkyti specialių kategorijų asmens duomenis, taikydami tinkamas 

fizinių asmenų pagrindinių teisių ir laisvių apsaugos priemones. Be reglamentų (ES) 

2016/679 ir (ES) 2018/1725 bei Direktyvos (ES) 2016/680 nuostatų, tokiam duomenų 

tvarkymui turi būti tenkinamos visos šios sąlygos: 

a) šališkumo nustatymo ir ištaisymo neįmanoma veiksmingai atlikti apdorojant kitus 

duomenis, įskaitant sintetinius arba anonimizuotus duomenis; 
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b) specialių kategorijų asmens duomenims taikomi pakartotinio asmens duomenų 

naudojimo techniniai apribojimai ir pažangiausios saugumo ir privatumo 

užtikrinimo priemonės, be kita ko, pseudoniminimas;  

c) specialių kategorijų asmens duomenims taikomos priemonės, kuriomis 

užtikrinama, kad tvarkomi asmens duomenys būtų apsaugoti, saugomi taikant 

tinkamas apsaugos priemones, įskaitant griežtą prieigos kontrolę ir 

dokumentavimą, siekiant išvengti netinkamo naudojimo ir užtikrinti, kad prieigą 

prie tų asmens duomenų turėtų tik įgalioti asmenys, turintys atitinkamas 

konfidencialumo pareigas; 

d) specialių kategorijų asmens duomenys negali būti perduodami, perkeliami ar 

kitaip prieinami kitoms šalims; 

e) specialių kategorijų asmens duomenys ištrinami iškart po to, kai ištaisomas 

šališkumas arba kai pasibaigia asmens duomenų saugojimo laikotarpis, 

atsižvelgiant į tai, kuri data yra ankstesnė; 

f) duomenų tvarkymo veiklos įrašai pagal reglamentus (ES) 2016/679 ir (ES) 

2018/1725 ir Direktyvą (ES) 2016/680 apima priežastis, dėl kurių specialių 

kategorijų asmens duomenų tvarkymas buvo tikrai būtinas šališkumui nustatyti ir 

ištaisyti ir dėl kurių to tikslo nebuvo galima pasiekti tvarkant kitus duomenis. 

DI akte reikalaujama, kad didelės rizikos DI sistemos galėtų atpažinti ir sumažinti 

šališkumą. Tai yra pagrindinė DI akto 10 straipsnio 5 dalies mintis. Šališkumo valdymas 

laikomas tęstine pareiga, kurios reikia laikytis per visą DI sistemos gyvavimo ciklą, 

atsižvelgiant į tikslumo, skaidrumo ir sąžiningumo principus. Taip pat reikalavimas rinkti 

pakankamą kiekį reprezentatyvių duomenų, siekiant užkirsti kelią duomenų šališkumui, turi 

būti suderintas su BDAR įtvirtintu de minimis principu, o tai reikalauja kruopštaus veiksmų 

planavimo [73]. 

Be pirmiau minėtų priemonių, reikšmingą vaidmenį atlieka ir auditas. Skaitmeninio 

reguliavimo bendradarbiavimo forumas (angl. Digital Regulation Cooperation Forum, DRCF) 

[74] svarsto, kaip reguliavimo institucijos galėtų spręsti problemas, kylančias dėl vis 

dažnesnio algoritmų naudojimo įvairiuose sektoriuose. Forumas apžvelgia dabartinę 

algoritmų auditavimo padėtį, nustato spragas ir nagrinėja, kaip reguliavimo institucijos 

galėtų koordinuoti algoritminių sistemų veiklos priežiūrą. Svarbiausia, atskaitingumas, 

skaidrumas ir užtikrinimas, kad audito praktika tobulėtų kartu su technologijų plėtra. Svarbu 

tai, kad ataskaitoje pabrėžiama, jog algoritminis šališkumas yra didelis pavojus, nes 

automatizuotos sistemos gali atkartoti arba sustiprinti esamas nelygybes, jei jos mokomos 

remtis nelygiaverčiais duomenimis. Tad sistemingai atliekant auditą turėtų būti konkrečiai 
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tikrinama, ar rezultatai nėra diskriminaciniai didelio poveikio srityse, pavyzdžiui, finansų, 

sveikatos priežiūros ir interneto turinio moderavimo. 

DI akte nustatyta, kad didelės rizikos DI sistemos turi būti projektuojamos ir kuriamos taip, 

jog būtų užtikrintas pakankamas jų veikimo skaidrumas, leidžiantis diegėjams tinkamai 

interpretuoti ir naudoti sistemos išvestį (13 str. 1 d.). Toks reikalavimas taip pat taikomas 

viešajam sektoriui, kai DI sistemos perkamos iš išorės tiekėjų. Viešojo sektoriaus 

organizacija, kaip įgyvendintoja, ketinanti įdiegti DI sistemą, turi gana gerai suprasti DI 

sistemos logiką, kad galėtų ją tinkamai naudoti. 

3.2.3 Kibernetinis saugumas ir gaminių sauga 

Veiksmingos ir modernios kibernetinio saugumo priemonės yra būtinos siekiant užtikrinti 

pagrindinių teisių ir asmens duomenų apsaugą. Pagrindinis principas – naudoti skirti 

gaminiai turi būti saugūs [75], o nesaugūs gaminiai negali būti pateikiami į rinką ar 

naudojami (Estijos produktų atitikties įstatymo (TNVS) [76] 5 skirsnio 1 dalis). 

DI akte daugiausia dėmesio skiriama DI sistemų saugumui. Numatyta, kad jos turi būti 

tikslios, patvarios ir saugios (žr. 15 straipsnį). Didelės rizikos DI sistemos turi būti 

projektuojamos ir kuriamos taip, kad būtų pasiektas tinkamas tikslumo, patvarumo ir 

kibernetinio saugumo lygis ir kad tuo atžvilgiu jos veiktų nuosekliai per visą jų gyvavimo 

ciklą (DI akto 15 str. 1 d.). Tikslumo lygiai ir atitinkama tikslumo metrika nurodomi 

pridedamoje sistemos naudojimo instrukcijoje (DI akto 15 str. 3 d.). 

DI akto 15 straipsnio 4 dalyje įtvirtintas reikalavimas, kad didelės rizikos DI sistemos turi 

būti kiek įmanoma atsparios klaidoms, triktims ar nesuderinamumo atvejams, kurių gali 

atsirasti sistemoje arba jos veikimo aplinkoje. Kuriant didelės rizikos DI sistemas, kurios, 

pateiktos rinkai arba pradėtos naudoti, toliau mokosi, turi būti užtikrinta, kad būtų pašalinta 

arba kuo labiau sumažinta išvesčių, kurios gali būti šališkos ir daryti įtaką būsimų operacijų 

įvesčiai (grįžtamojo ryšio grandinės), rizika ir kad būtų užtikrinta, jog bet kokių tokių 

grįžtamojo ryšio grandinių atžvilgiu būtų deramai taikomos tinkamos rizikos mažinimo 

priemonės. Šios didelės rizikos DI sistemos turi būti atsparios leidimo neturinčių trečiųjų 

šalių bandymams pakeisti jų naudojimo paskirtį, išvestis ar veikimo efektyvumą 

pasinaudojant sistemų pažeidžiamumu (DI akto 15 str. 5 d.). 

Šie reikalavimai aktualūs ne tik didelės rizikos DI sistemoms, bet ir kitoms viešajame 

sektoriuje naudojamoms DI sistemoms, nes viešųjų paslaugų naudojimas priklauso nuo 

žmonių pasitikėjimo šalyje siūlomais sprendimais, taip pat valstybe ir administracija. Taigi, 

pagal DI akto 15 straipsnio 5 dalį techniniai sprendimai, naudojami įvairioms 
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pažeidžiamumo problemoms pašalinti, turi apimti priemones, padedančias išvengti, aptikti, 

reaguoti ir rasti sprendimą dėl išpuolių. 

Rizikos valdymo sistemos tikslas turėtų būti nustatyti ir sumažinti riziką, susijusią su DI 

sistemų keliamu pavojumi sveikatai, saugai ir pagrindinėms teisėms (DI akto 65 p.). 

Kibernetinis saugumas taip pat užtikrinamas laikantis atitinkamų šių teisės aktų 

reikalavimų: Kibernetinio saugumo direktyva [72], Kibernetinio atsparumo aktas [77], Estijos 

kibernetinio saugumo įstatymas [78]. 

Antrojoje direktyvoje dėl kibernetinio saugumo (TIS2) [72] numatytos priemonės, kuriomis 

siekiama visoje ES užtikrinti vienodai aukštą kibernetinio saugumo lygį (1 str. 1 d.). TIS2 

direktyvos reikalavimai į Estijos teisę perkelti Kibernetinio saugumo įstatymu (KüTS). KüTS 

nustatyti viešojo sektoriaus tinklų ir informacinių sistemų veiklos reikalavimai, atsakomybės 

ir priežiūros reikalavimai, taip pat kibernetinių incidentų prevencijos ir šalinimo reikalavimai 

(1 skirsnio 1 dalis). 

Skaitmeninių elementų turinčių gaminių, kurie taip pat yra didelės rizikos DI sistemos, 

kibernetinės rizikos vertinimas turi būti atliekamas atsižvelgiant į įvairius gaminių raidos 

etapus ir į DI sistemos kibernetinio sudėtingumo riziką, susijusią su neteisėtais trečiųjų 

šalių bandymais pakeisti sistemos naudojimą, veikimą ar jo efektyvumą. Reikia atsižvelgti į 

DI būdingą pažeidžiamumą, pavyzdžiui, klaidingų duomenų įrašymą ar išpuolius. Prireikus 

taip pat reikėtų įvertinti pagrindinių teisių pagal DI akto nuostatas riziką (Kibernetinio 

atsparumo akto 51 k. d.; taip pat žr. 12 str.).  

Atitiktis kibernetinio saugumo ir gaminių saugos reikalavimams yra nepaprastai reikšminga 

kuriant DI sistemas. DI sistemų saugumas apima ne tik technines apsaugos priemones, bet 

ir platesnę atsakomybę žmonėms ir visai visuomenei. Kartu būtina, kad DI atitiktų 

griežčiausius gaminių saugos reikalavimus, vengiant rizikos ir užtikrinant naudotojų 

apsaugą per visą DI sistemos gyvavimo ciklą. Įtraukiant kibernetinio saugumo ir gaminių 

saugos principus pradiniuose projektavimo ir kūrimo proceso etapuose, atsiranda galimybė 

kurti patikimus, ilgaamžius ir į žmogų orientuotus DI sprendimus, atitinkančius Europos ir 

Estijos vertybes bei principus ir didinančius visuomenės pasitikėjimą technologijomis. 

3.3 Standartai, pagal kuriuos reikalaujama atsižvelgti į DI šališkumą 

Toliau pateikiamuose tarptautiniuose standartuose numatytos nuostatos, susijusios su 

šališkumo mažinimu DI sistemose. Standartai, kuriuose šališkumo mažinimas 

reglamentuojamas netiesiogiai, išvardyti A priede. 
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1 lentelė. Standartai, reglamentuojantys DI šališkumo mažinimą 

 

Standarto 

numeris 

Standarto 

pavadinimas 

Paaiškinimai 

ISO/IEC 42005 

[40] 

DI sistemos 

poveikio 

vertinimas 

Vertinimas orientuotas į supratimą, kaip siūlomos DI 

sistemos ir DI sistemas pasitelkiančios programos 

gali paveikti žmones, žmonių grupes ar visą 

visuomenę. Standartu skatinamas DI sistemų 

skaidrumas, atskaitingumas ir pasitikėjimas DI 

sprendimais, sudarant organizacijoms sąlygas 

nustatyti, įvertinti ir dokumentuoti galimą poveikį per 

visą DI sistemos gyvavimo ciklą. 

ISO/IEC 

24027:2021 

[79] 

Šališkumas DI 

sistemose ir DI 

grindžiamų 

sprendimų 

priėmimo 

procese 

Standartas reglamentuoja šališkumą, susijusį su DI 

sistemomis, konkrečiai – priimant sprendimus, 

grindžiamus DI. Aprašomos šališkumo vertinimo 

priemonės ir metodai, siekiant aptikti ir sumažinti su 

šališkumu susijusį pažeidžiamumą. Apžvelgiami visi 

DI sistemos gyvavimo ciklo etapai, įskaitant 

duomenų rinkimą, mokymą, nuolatinį mokymąsi, 

projektavimą, bandymą, vertinimą ir naudojimą. 

IEEE 7003-

2024 [80] 

IEEE standartas 

dėl algoritminio 

šališkumo 

aspektų 

Standarte aprašomi procesai ir metodikos, 

padedantys algoritmų kūrėjams aptikti ir sumažinti 

šališkumą, pateikiami patarimai dėl validavimo 

duomenų rinkinių atrankos, taikymo ribų apibrėžimo 

ir naudotojų lūkesčių valdymo, siekiant išvengti 

netyčinio algoritmų netinkamo ir klaidingo 

naudojimo. 

NIST AI 100-

1:2023 [81] 

DI rizikos 

valdymo 

pagrindai 

Teisingumas DI srityje apima žalingo šališkumo ir 

diskriminacijos prevenciją, nors teisingumo 

apibrėžimai skiriasi priklausomai nuo kultūros ir 

konteksto. Šališkumo mažinimas negarantuoja 

teisingumo, nes sistemos vis tiek gali išskirti arba 

diskriminuoti tam tikras grupes. NIST standarte 

išskiriamos trys pagrindinės DI šališkumo rūšys – 

sisteminis, kompiuterinis (statistinis) ir žmogiškasis 
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Standarto 

numeris 

Standarto 

pavadinimas 

Paaiškinimai 

(kognityvinis), – kurios visos gali pasireikšti netyčia ir, 

jei nebus sprendžiamos, gali sukelti daugiau žalos. 

Taip pat žr. [82]. 

NIST AI 600-

1:2024 [83] 

Generatyvinis 

profilio DI 

Žalingas šališkumas taikant DI gali sustiprinti 

istorines ir sistemines nelygybes, sukelti veikimo 

efektyvumo skirtumus apdorojant skirtingų grupių 

duomenis dėl nereprezentatyvių duomenų arba lemti 

vienarūšes išvestis, kurios iškreipia rezultatus ir 

sprendimus. Papildomai, žmogaus ir DI sąveika gali 

sukelti tokias problemas kaip pernelyg didelis 

pasikliovimas, automatizavimo šališkumas arba 

emocinis prisirišimas, kurie daro įtaką tam, kaip 

žmonės suvokia ir naudoja DI sistemas. 
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4 Šališkumo DI sistemų rizikos valdyme sprendimas 
 

4.1 Kaip atsižvelgti į šališkumą rizikos valdyme 

Bendrasis rizikos valdymo procesas sudarytas iš trijų etapų: konteksto nustatymo, rizikos 

vertinimo ir rizikos valdymo. Nustatant veiklos kontekstą, pirmiausia apibūdinama sistema ir 

suinteresuotieji subjektai, tada apibrėžiamas ir dokumentuojamas organizacijos rizikos 

apetitas ir rizikos priimtinumo kriterijai, atsižvelgiant į konkretų kontekstą. Kitas etapas – 

rizikos vertinimas, kurio metu identifikuojami pavojai, kai kurie iš jų pažymimi kaip realūs ir 

toliau traktuojami kaip rizika, taip pat atliekamas rizikos įvertinimas – vertinimo metu 

paprastai taip pat nustatomi rizikos subjektai. Toliau vykdomas rizikos valdymas, kurio metu 

sprendžiama, kaip valdyti kiekvieną riziką – vengti, mažinti, dalytis / perduoti ar išlaikyti. 

 

3 pav. Rizikos valdymo procesas, parengtas pagal [84] 

Nors rizikos valdymas kaip procesas gali būti tam tikru mastu suvienodintas, objektai, su 

kuriais susijęs rizikos valdymas, ir šių objektų savybės gali būti skirtingos. Dėl to rizika 

grindžiamas metodas paskolų ir draudimo srityse iš esmės skiriasi nuo metodo, taikomo, 

pavyzdžiui, informacinių sistemų saugumo ar branduolinės saugos srityse. Šiame kontekste 

DI sistemų rizika yra iš dalies mastu panaši į IT saugumo riziką, tačiau vis tiek reikalauja 

nepriklausomos taksonomijos, kaip aprašyta 2.5 poskyryje. 

Nors pagal ES DI aktą rizikos valdymo procesas yra privalomas tik didelės rizikos DI 

sistemoms, labai rekomenduojama atlikti rizikos analizę ir vertinimą ir mažesnės rizikos 

sistemoms. Tai nebūtinai reiškia, kad reikia nustatyti formalų rizikos valdymo procesą, bet 

veikiau nustatyti ir sumažinti riziką ankstyvosiose sistemos naudojimo ciklo stadijose, kas 

padeda užkirsti kelią grėsmėms arba bent jau sumažinti jų padarinius. Net ir neformalios 

rizikos vertinimo procedūros metu atliktas identifikavimas ir įvertinimas yra naudingas, nes 
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tampa aišku, kokios grėsmės siejamos su sistema. Kai grėsmės tampa akivaizdžios ir 

tikėtinos, net ir nesant formalios tvarkos tampa lengviau suprasti, kad jas būtina šalinti.  

Rizikos valdymo standartai ir sistemos 

Rizikos valdymas kaip disciplina aprašytas ISO standarte ISO 31000 [85], o rizikos 

valdymo sistema (RVS) – NIST leidinyje [86]. Informacijos saugumo rizikos valdymo 

ypatumai aprašyti ISO/IEC 27005 [87], o kibernetinio saugumo rizikos valdymo 

ypatumai – NIST kibernetinio saugumo sistemoje (KSS) [88]. ISO/IEC 23984 [89] 

standarte aprašoma, kaip pagal ISO 31000 standartą išplėsti rizikos valdymo procesą 

organizacijai, kuri naudoja, kuria ar diegia DI sistemas. Galiausiai, Estijos informacijos 

saugumo standartas (E-ITS) [90] suderintas su ISO/IEC 27001 serijos standartais, 

todėl E-ITS įgyvendintojai gali vadovautis rizika grindžiamu metodu. [11] aprašyta DI 

sistemų rizikos valdymo metodika atitinka ISO 31000, ISO/IEC 27005 ir E-ITS darbo 

procedūras ir atitinka NIST RVS ir KSS. 

4.2 Konteksto aprašymas: svarbūs aspektai 

4.2.1 Sistemos aprašymas 

Pirmiausia būtina identifikuoti ir dokumentuoti pačią sistemą ir su ja susijusius 

suinteresuotuosius subjektus. Sistemos šališkumas gali pasireikšti dėl šališkų įvesties 

duomenų arba, pavyzdžiui, dėl netinkamų sistemos kūrėjų priimtų projektavimo sprendimų. 

Jei organizacija turi prieigą prie duomenų, naudojamų modeliams mokyti, galima 

identifikuoti galimą duomenų šališkumą tiesiog analizuojant duomenų rinkinį. Kai nėra 

galimybės susipažinti su mokymo duomenimis, šališkumo vertinimas turi būti atliekamas 

remiantis ribota informacija. Tinkamai ištyrus sistemos kūrėjus ir taisykles, vėliau su jais 

galima lengvai susisiekti ir paklausti apie galimą šališkumą siekiant suprasti galimą riziką. 

Tiesiogiai veikiami suinteresuotieji subjektai yra: 

• paslaugų naudotojai, 

• asmenys, organizacijos ar socialinės grupės, susijusios su paslaugos rezultatu 

(kuriuos veikia sistemos priimami sprendimai), 

• sistemos įgyvendintojas (reputacijos pažeidimas); 

 

Netiesiogiai veikiami suinteresuotieji subjektai yra: 

• duomenų subjektai, kurių duomenys naudojami modeliui mokyti ar verslo taisyklėms 

kurti, 

• sistemos kūrėjas (reputacijos pažeidimas). 
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Kalbant apie sistemą, sukurtą konkrečiam tikslui, lengva nurodyti tiesioginį ir netiesioginį 

sistemos tikslą. Jei yra konkretūs rodikliai, kuriais vertinamas sistemos tikslų pasiekimas, 

organizacija privalo juos dokumentuoti. Kalbant apie problemoms pritaikytą arba susiaurintą 

BPDI modelį, vis dar galima nurodyti tiesioginius sistemos tikslus, tačiau tampa sunkiau 

nustatyti kitus (dažnai paslėptus) BPDI tikslus. Naudojant BPDI, labai svarbu kuo daugiau 

sužinoti apie pagrindinį modelį ir duomenis, kurie buvo naudojami jam mokyti. Deja, dažnai 

tenka susitaikyti su tuo, kad šie aspektai lieka neaiškūs. 

4.2.2 Sistemos naudojimo scenarijai 

Toliau reikia apžvelgti sistemos naudojimo scenarijus6. Jie gali iš dalies sutapti su sistemos 

tikslais, tačiau yra konkretesni. Panagrinėkime pavyzdį, kai sistemos tikslas yra įvertinti 

galimo sukčiavimo išmokų srityje tikimybę. Tada, atsižvelgiant į taikymo sritį, naudojimo 

scenarijus gali būti, pavyzdžiui, įtariamų sukčiautojų sąrašo sudarymas arba bet kurio kliento 

sukčiavimo rizikos balo apskaičiavimas. Šios taikymo sritys skiriasi tuo, kad viena iš jų 

sudaro įtariamųjų sąrašą, o kita pateikia visų klientų vertinimo rezultatus. Nors pirmosios 

procedūros metu gali būti naudojamos antrosios sistemos funkcijos, šių sistemų išvesčių 

rezultatai yra labai skirtingi, todėl ir rizika (tiek teisinė, tiek etinė) yra nevienoda. 

Sistema gali būti sudaryta iš vieno ar kelių DI komponentų, todėl viena sistema gali 

įgyvendinti kelis naudojimo scenarijus. Visi naudojimo scenarijai turi būti aprašyti atskirai. 

Svarbu, kad kiekvieno naudojimo scenarijaus duomenys būtų dokumentuoti, tuomet bus 

lengviau vėliau atlikti tinkamą sistemos grėsmių apžvalgą. Kadangi keli naudojimo atvejai 

gali būti susiję su tomis pačiomis rizikomis, jei įmanoma, jie bus sugrupuoti ir vėliau 

nagrinėjami kartu. Tačiau gali atsitikti taip, kad ta pati grėsmė bus vertinama pakartotinai, 

atskirai kiekvienam naudojimo scenarijui. Tai gali atsitikti tada, kai rizikos scenarijus arba 

taikomos kontrolės priemonės skiriasi priklausomai nuo scenarijaus. 

Prie kiekvieno naudojimo scenarijaus užrašykite scenarijaus informaciją, apibūdinkite 

įvesties duomenis ir susijusius DI komponentus (jei komponentas palaiko kelis scenarijus, 

tą dalį galima nukopijuoti) bei informaciją apie numatomą naudojimo scenarijaus rezultatą, 

nurodant, kaip jis bus naudojamas. Suvestinėje naudotos informacijos šaltinis turi būti 

teisingai nurodytas, kad vėliau jį būtų galima greitai rasti ir atnaujinti. 

Naudojimo scenarijaus duomenys turi nurodyti, kas ir kada pradeda naudoti scenarijų, 

kokius įvesties duomenis priima sistema, kas apskaičiuojama ar įvertinama ir kokį rezultatą 

pateikia sistema. Taip pat turi būti aprašytas tolesnis rezultato naudojimas. 

 
6 Privalome taikyti sąvoką „naudojimo scenarijus“, nes sąvokos „naudotojo istorija“ ir „naudojimo atvejis“ 

yra skirtos IT plėtros tikslams ir turi iš anksto nustatytą struktūrą bei semantiką, kurios nėra tikslinga laikytis 

rizikos vertinimo tikslais. 
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Įvesties duomenų atveju turi būti aiškiai nurodyta, ar yra asmens duomenų, specialių 

kategorijų duomenų, taip pat komercinių paslapčių. Taip pat turi būti aprašyta, kaip buvo 

renkami šie duomenys ir kokios priemonės buvo taikomos duomenų vientisumui ir 

konfidencialumui užtikrinti. 

Turi būti dokumentuojamas naudojamas algoritmas arba DI komponentas, jo versija ir 

sukūrimo metai, tipas (algoritmas arba modelis) ir parametrai, kūrėjas arba kilmė, diegimo 

modelis ir komponento sąsajos su likusia sistema. Jei įmanoma, turi būti užregistruotas 

sistemos tikslumas, aprašytos jau taikomos priemonės šališkumui mažinti ir išvardyti esami 

bandymų rezultatai ir vertinimai, pavyzdžiui, audito rezultatai, etikos vertinimai, bandymai, 

teisiniai vertinimai, energijos suvartojimo vertinimai ir poveikio aplinkai vertinimai. 

Reikia dokumentuoti, jei rezultatas yra individualizuotas arba jame yra specialių kategorijų 

asmens duomenų ar komercinių paslapčių. Reikia pateikti aprašymą, kaip bus naudojami 

rezultatai ir kokie sprendimai bus priimami remiantis rezultatais. Reikia patikrinti, ar 

užtikrinamas rezultatų vientisumas ir konfidencialumas. 

4.3 Su šališkumu susijusios grėsmės 

4.3.1 Grėsmių scenarijų klasifikavimas viešajame sektoriuje naudojamose DI 

sistemose 

Viešojo sektoriaus institucijos naudoja DI sistemas labai įvairiose srityse ir įvairiais tikslais. 

Norint suprasti šališkumo riziką, pirmiausia svarbu suskirstyti DI sistemos funkcinius 

vaidmenis. Sistemos vaidmuo yra svarbus veiksnys, lemiantis grėsmių scenarijų pobūdį ir 

galimą žalą. Reikia pažymėti, kad tas pats technologinis sprendimas gali turėti keletą 

funkcijų ir todėl būti susijęs su keliais grėsmių scenarijais. Pavyzdžiui, pokalbių robotas gali 

teikti paslaugas ir rinkti duomenis politikos formavimui. 

Politikos formavimo ir strateginio valdymo pagalbos priemonės teikia informaciją 

politiniams sprendimams ar ilgalaikėms strategijoms parengti, analizuojant didelius 

duomenų rinkinius ar prognozuojant ateities tendencijas. Šališkumo rizika susijusi su 

netiksliais ar iškreiptais analizės rezultatais, kurie gali lemti klaidingus politinius 

sprendimus, turinčius įtakos visai visuomenei. 

Vidaus procesų palaikymo sistemos apima įdarbinimą, išteklių paskirstymą, darbo 

organizavimą ar kitus organizacinius sprendimus. Šališkumo rizika pirmiausia pasireiškia 

neteisingu elgesiu ar neteisingu išteklių paskirstymu organizacijoje, o tai gali pakenkti 

darbuotojams ir veiklos efektyvumui. 
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Administracinių procesų automatizavimo sistemos priima sprendimus arba padeda 

priimti sprendimus dėl piliečių teisių, pareigų ar išmokų. Tai apima, pavyzdžiui, leidimų 

išdavimo sistemas, išmokų skaičiavimo algoritmus, pažeidimų nustatymo mechanizmus 

arba priemones, skirtas nustatyti su procesu susijusioms aplinkybėms. Šališkumo rizika gali 

pasireikšti neteisingų ar netikslių sprendimų ar kitų su sistemos naudojimu susijusių 

rezultatų forma. Neteisingas sprendimas iš esmės gali reikšti asmens teisių pažeidimą, jo 

laisvių apribojimą arba neteisėtų prievolių nustatymą. 

Viešąsias paslaugas teikiančios ir su piliečiais sąveikaujančios sistemos apima 

pokalbių robotus, informacines sistemas, paslaugų teikimo platformas. Šališkumo rizika 

susijusi su paslaugų teikimo kokybės skirtumais arba diskriminaciniu bendravimu, kurie gali 

turėti neigiamos įtakos vienodoms galimybėms naudotis viešosiomis paslaugomis. 

4.3.2 Kaip grėsmės scenarijai gali sukelti žalą 

Jei bet kuris iš čia aprašytų grėsmės scenarijų pasitvirtintų, pasekmės gali būti įvairios ir 

rimtos. Toliau aprašysime pagrindines žalos, kuri gali atsirasti dėl šališkumo DI sistemose, 

kategorijas. 

4.3.3 Šališkumas gali sukelti fizinę ar ekonominę žalą 

Grėsmės kilmė. Pagal istorinius duomenis mokomi DI modeliai gali mokytis ir atkurti 

šiuose duomenyse rastus statistinius modelius pateikdami savo rezultatus. Jei šie modeliai 

atspindi visuomenės skirtumus, modelis gali pradėti tam tikras demografines savybes 

(pavyzdžiui, lytį, rasę, amžių) sieti su tam tikrais rezultatais. Tai gali lemti diskriminacinį DI 

sistemos, kuri įgyvendina modelį, elgesį. 

Kodėl tai yra problema? Tokios sistemos gali sistemingai priimti nepalankius sprendimus 

tam tikrų žmonių grupių atžvilgiu, neatsižvelgdamos į individualius skirtumus. Tai lemia 

nevienodas galimybes įsidarbinti, gauti paskolas, naudotis sveikatos priežiūros ar 

teisėsaugos paslaugomis. Taigi, procesams optimizuoti sukurti modeliai gali įtraukti ir 

automatizuoti ankstesnius skirtumus, todėl tampa sunkiau nustatyti ir spręsti su šališkumu 

susijusias problemas. 
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Kas blogo gali nutikti? Kokią žalą gali lemti kokios sistemos? 

Pavyzdys. Sveikatos priežiūra 

JAV ligoninėse plačiai naudojamas algoritmas juodaodžius pacientus rečiau 

nukreipdavo dalyvauti specialiosiose priežiūros programose, palyginti su baltaodžiais 

pacientais, kurių sveikatos būklė buvo panaši. Tai sukėlė nereikalingą su sveikata 

susijusią riziką šiai grupei. Problema atsirado dėl to, kad algoritmas vertino esamą 

sveikatos būklę kaip anksčiau suteiktų medicininių procedūrų kainos funkciją ir 

neatsižvelgė į tai, kad istoriškai juodaodžių pacientų gydymui buvo skiriama mažiau 

lėšų. Taigi modelis išmoko, kad mažesnės išlaidos reiškia mažesnį pagalbos poreikį, o 

tai buvo klaidinga sąsaja [91]. 

 

Pavyzdys. Įdarbinimas 

„Amazon“ įdarbinimo algoritmas pradėjo sistemingai skirti žemesnius balus 

kandidatėms moterims. Sistema buvo mokoma naudojant per 10 metų pateiktus 

biografinius duomenis, kurių dauguma buvo apie vyrus. Modelis išmoko, kad „vyriškoji 

lytis“ yra sėkmės rodiklis, ir pradėjo neigiamai traktuoti CV, kuriuose buvo žodis 

„moteris“ (pvz., „moterų šachmatų klubo kapitonė“). Tai lėmė ekonominę žalą tam 

tikrai gyventojų grupei [92]. 

 

 

 

Pavyzdys. Viešosios paslaugos 

Algoritmai, skirti vertinti sukčiavimo rizikai socialinių išmokų srityje Nyderlanduose, 

sistemingai sudarė nepalankias sąlygas piliečiams, atvykusiems iš užsienio, o tai lėmė 

diskriminaciją išmokų tvarkymo srityje ir vėliau sukėlė plačiai pasklidusį skandalą [93]. 

Kitas pavyzdys – buvo įrodyta, kad prognozavimo algoritmai gali neproporcingai 

nukreipti policijos išteklius į tam tikras sritis, remiantis istoriniais areštų duomenimis, 

kurie jau atspindi ankstesnius policijos darbo modelius ir galimą šališkumą [94]. 
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Pavyzdys. Nevienodos kalbinės galimybės daro įtaką kokybei 

Didieji kalbos modeliai daugiausia mokomi naudojant anglų kalbos duomenis. Tad jų 

gebėjimai ir tikslumas teikiant rezultatus kalbomis, kuriomis kalba mažiau žmonių, yra 

sistemingai mažesni. Pavyzdžiui, taikant lyginamąjį „MMLU-ProX“ metodą, buvo 

nustatyta, kad skirtingų kalbų kalbos modelių gebėjimai skiriasi iki 24,3 proc. [95]. 

Tačiau problema neapsiriboja tik prastesne kokybe (pvz., faktinėmis klaidomis ar 

neįprasta leksika), bet taip pat susijusi su saugumu. Eksperimentų rezultatai rodo, kad 

dėl įrankių, skirtų saugumui patobulinti, trūkumo visos DKM sistemos pateikia žymiai 

daugiau nesaugių atsakymų į ne anglų kalba pateiktas užklausas nei į anglų kalba 

pateiktas užklausas. Neigiamas poveikis mažesnėms tautų grupėms yra tas, kad jų DI 

sistemos paprastai yra prastesnės kokybės arba nesaugios [96]. 

 

Pavyzdys. Nevienodos kalbinės galimybės daro įtaką kultūrai 

Ypač tais atvejais, kai informacija nėra pateikiama užklausos kalba, DKM generavimo 

metu teikia pirmenybę dokumentams, parašytiems kalbomis, kuriomis yra daug 

išteklių, o tai gali sustiprinti vyraujančias nuomones. Toks šališkumas pasireiškia tiek 

faktinėms, tiek nuomonėmis pagrįstoms užklausoms [97]. Gali pasireikšti skaitmeninė 

atskirtis, dėl kurios paslaugos kokybė ir saugumas priklausys nuo naudotojo 

vartojamos kalbos, todėl mažiau gyventojų turinčios kultūros taps mažiau atsparios. 

4.3.4 Žmogiškojo veiksnio nykimas, atsakomybės išsisklaidymas 

Grėsmės kilmė. Grėsmė kyla dėl žmogaus polinkio pernelyg pasikliauti automatizuotų 

sistemų išvestimi (automatiškas šališkumas). Šis poveikis ypač sustiprėja naudojant 

vadinamąjį „juodosios dėžės“ apdorojimą, kai sprendimų priėmimo procesai nėra skaidrūs 

arba nereikalauja papildomų žmogiškųjų pastangų jiems patvirtinti. Dėl to išsisklaido 

atsakomybė: jei algoritmas priima žalingą sprendimą, neretai lieka neaišku, kas teisiškai ar 

morališkai atsakingas – kūrėjas, diegėjas ar DI sistemos naudotojas. 

Kodėl tai yra problema? Tokioje situacijoje bet kokia algoritmo ar DI sistemos klaida 

(įskaitant šališkumą) padidins žalą. Žmogus, priimdamas sprendimus, remdamasis sistema, 

praranda profesinę kompetenciją ir kritinį mąstymą, nes sprendimų priėmimą perduoda 

mašinai. Viešųjų paslaugų atveju tai sumažina svarbių žmogiškųjų veiksnių, tokių kaip 

empatija, etika ir konteksto supratimas, įtaką sprendimų priėmimui. Sistemos tampa vis 

mažiau lanksčios ir ne tokios „žmogiškos“ [98]. Tačiau dar svarbiau yra tai, kad silpnėja 

atsakomybė kaip pagrindinis demokratijos ir teisinės valstybės principas. Jei atsakomybės 
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grandinė nutrūksta, nukentėjusiosios šalys gali prarasti teisę ar net galimybę ginčyti 

sprendimus ar gauti kompensaciją [99]. 

Kas blogo gali nutikti? Kokią žalą gali lemti kokios sistemos? 

• Administraciniai procesai: pareigūnų profesinė diskrecija pakeičiama nelanksčiu 

algoritmu, kuris negali atsižvelgti į konkretaus atvejo ypatumus ar taikyti žmogiškąją 

patirtį. Praktikoje daugelis viešojo sektoriaus automatinių sprendimų priėmimo sistemų 

buvo atšauktos dėl to, kad jos pakeičia žmogiškąją diskreciją nelanksčiu taisyklių 

rinkiniu arba ignoruoja tokius principus kaip nekaltumo prezumpcija. Toks 

automatizavimas gali sukelti visuomenės pasipriešinimą, kuris gali lemti viso projekto 

nutraukimą [9]. 

• Politikos formavimas: kritinė analizė pakeičiama „duomenimis grindžiamu“ sprendimų 

priėmimu, kuris gali užgožti faktą, kad svarbūs klausimai liko neatsakyti. Pavyzdžiui, 

viešoji ir žiniasklaidos skleidžiama informacija gali sukurti „patikimo DI“ vaizdą, kuris 

dažnai yra daug autonomiškesnis ir pajėgesnis nei realiai egzistuojanti technologija. Šis 

kultūrinis vaizdas skatina tikėjimą, kad DI sistema yra nepriklausoma ir neklystanti, 

nepaisant fakto, kad sistema yra sukurta žmogaus ir veikia pagal žmogaus sukurtus 

procesus [100]. 

• Vidaus procesai: vadovų ir žmogiškųjų išteklių specialistų įgūdžiai ir patirtis lieka 

neišnaudoti, jei sprendimų priėmimas perduodamas algoritmams. Tai silpnina 

organizacijos vidaus kompetenciją ir gali lemti sprendimus, kurie iš esmės yra teisingi, 

tačiau neatsižvelgia į organizacijos kultūrą ir žmogiškąjį aspektą. 

• Viešosios paslaugos: paslaugų teikėjai netenka ryšio su piliečiais ir nesupranta jų 

tikrųjų poreikių. Sistemos tampa mažiau lanksčios ir ne tokios „žmogiškos“, todėl 

sprendimų priėmimo procesuose mažėja svarbių žmogiškųjų veiksnių, pavyzdžiui, 

empatijos, etikos ir konteksto supratimo, reikšmė [98]. 

4.3.5 Žala organizacijos reputacijai 

Grėsmės kilmė. Tai rizika, kurią patiria DI sistemą taikanti organizacija. Jei šališka ar 

kitaip klaidinga sistema sukelia viešą žalą, dėl to kilusios neigiamos reakcijos ir nesėkmės 

gali rimtai pakenkti pačiai organizacijai ir jos tikslams. Rizika kyla ne tik dėl neteisingo 

rezultato, bet ir dėl tiesioginių neigiamų pasekmių sistemos kūrėjui ar taikytojui. 

Kodėl tai yra problema? Problema pasireiškia tiesiogine finansine žala (nesėkmingais 

projektais, teisinių išlaidų padengimu), visuomenės pasitikėjimo praradimu ir didesniu 
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reguliavimo spaudimu. Tai gali gerokai apsunkinti būsimų DI projektų įgyvendinimą, nes 

visuomenė, klientai ir darbuotojai tampa vis skeptiškesni DI atžvilgiu. Viešosioms 

institucijoms tai reiškia nesugebėjimą tarnauti savo piliečiams ir bendrą pasitikėjimo 

valstybe bei vyriausybe mažėjimą. 

Kas blogo gali nutikti? Kokią žalą gali lemti kokios sistemos? 

• Empiriniai įrodymai: „RealHarm“ duomenų bazė, kurioje kaupiami DI klaidų 

pavyzdžiai, nustatė, kad reputacijos pažeidimas – dažniausiai organizacijų patiriama 

žala. Tyrimas taip pat atskleidė, kad esamos apsaugos priemonės negalėjo užkirsti kelio 

daugeliui šių incidentų, o tai rodo, kad DI apsaugos sistemų diegimo praktikoje yra 

spragų [101]. 

• Atšaukti projektai: tyrime, kuriame buvo analizuojami automatizuotų viešojo sektoriaus 

sistemų gedimai, buvo nustatytas 61 atvejis, kai projektai buvo nutraukti. Tai įvyko dėl 

techninių trūkumų, biudžeto viršijimo, įrodyto šališkumo ir visuomenės spaudimo. Visi 

šie veiksniai tiesiogiai prisideda prie žalos organizacijai [9]. 

• Verslo nesėkmė: anksčiau minėtas „Amazon“ įdarbinimo įrankio atvejis yra tipinis 

verslo nesėkmės pavyzdys. Dėl prarasto laiko ir didelių finansinių investicijų buvo 

sukurtas nenaudojamas produktas, be to, žiniasklaida apie tai pranešė neigiamai, todėl 

bendrovė patyrė reputacinę žalą ir buvo priversta sustabdyti projektą [92]. 

Kas blogo gali nutikti ir kokia žala gali būti patirta viešajame sektoriuje? 

• Administraciniai procesai: piliečių teisių pažeidimai sukelia teisinius ginčus, 

skandalus žiniasklaidoje ir politinį spaudimą. 

• Vidaus procesai: darbuotojų diskriminacija gali sukelti darbo ginčus ir talentų 

praradimą. 

• Viešosios paslaugos: prastos kokybės paslaugos ar diskriminacija kenkia institucijos 

reputacijai ir skatina visuomenės pasitikėjimo praradimą. 

• Politikos formavimas: politiniai sprendimai, priimti remiantis šališkais tyrimais, gali 

sukelti plačią kritiką ir politinę atsakomybę.  
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Pavyzdys. Administracinis procesas: viešosios paslaugos 

Nyderlandų sukčiavimo rizikos socialinių išmokų srityje vertinimo algoritmai 

sistemingai sudarė nepalankias sąlygas imigrantų kilmės piliečiams, dėl to jie buvo 

diskriminuojami išmokų skyrimo procedūrose, o tai vėliau sukėlė didelį skandalą [93] 

(žr. taip pat 3.1.3 punkte aptartą SyRI atvejį). Taip pat buvo įrodyta, kad policijos 

prognozavimo algoritmai gali neproporcingai nukreipti policijos išteklius į tam tikras 

sritis, remdamiesi istoriniais areštų duomenimis, kurie jau atspindi praeities policijos 

darbo modelius ir galimą šališkumą [94]. Abu pavyzdžiai rodo, kaip sistemos, skirtos 

administraciniams procesams automatizuoti, gali neteisėtai riboti piliečių teises, 

jiems taikyti nesąžiningas prievoles ir taip sumažinti visuomenės pasitikėjimą 

valstybe ir jos paslaugomis bei daryti žalą reputacijai. 

4.3.6 Žala demokratijai, teisės viršenybei ir socialinei sanglaudai 

Grėsmės kilmė. DI sistemų šališkumas kelia grėsmę pačiam demokratinės visuomenės 

pamatui – piliečių pasitikėjimui valstybe ir viešosiomis institucijomis bei teisės viršenybei. 

Šališkos algoritminės sistemos pažeidžia pagrindinius demokratijos ir asmens laisvių 

principus, kurie yra teisingos visuomenės pagrindas. Tokios sistemos dažnai pasižymi 

skaidrumo trūkumu, tiek bendrai, tiek DI taikymo ir jo tikslaus poveikio atžvilgiu. Be to, 

asmuo gali neturėti galimybės pasirinkti, kaip DI paveiks jo gyvenimą. Kartu DI sistemų 

šališkumas gali normalizuoti, didinti ir stiprinti esamas socialines nelygybes, socialinę 

atskirtį ir išankstinius nusistatymus. Socialinės politikos (būsto, sveikatos), švietimo, 

draudimo, finansų ir prekybos srityse jau egzistuojančios nelygybės lemia piliečių 

pažeidžiamumą restruktūrizavimo atveju. Dėl to visuomenėje kurstoma atskirtis ir trukdoma 

visiems piliečiams lygiateisiškai dalyvauti visuomeniniame gyvenime. 

Kaip skirtingi sistemų tipai kelia tokias rizikas? 

• Administraciniai procesai: nesąžiningi automatiniai sprendimai dėl piliečių teisių, 

pareigų ar gaunamų išmokų neigiamai veikia teisinės valstybės ir lygybės principų 

suvokimą. Sisteminė diskriminacija skirstant išmokas ar nustatant pareigas taip pat 

stiprina jau esamas nelygybes. 

• Politikos formavimas: šališkas duomenų analizavimas ar prognozės gali lemti 

diskriminacinę politiką, kuri sistemingai kenkia tam tikroms grupėms, pvz., ignoruojant 

jų poreikius ar didinant jų socialinę atskirtį. 
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• Viešosios paslaugos: teikiamų paslaugų kokybės skirtumai, jas teikiant skirtingoms 

grupėms, pakenks lygybės principui ir visuomenės pasitikėjimui. Tai gali padidinti 

socialinę (skaitmeninę) atskirtį ir stratifikaciją. 

• Vidaus procesai: diskriminacija įdarbinant arba paskirstant išteklius viešajame 

sektoriuje gali sumažinti viešųjų paslaugų įvairovę ir kokybę, o tai netiesiogiai paveiks 

visą visuomenę. 

Kodėl tai yra problema? Pasitikėjimo technologijomis ir institucijomis praradimas 

pakenks demokratiniams procesams ir gali sukelti teisėtumo krizę. Šališkumas DI 

sistemose kels pavojų pagrindiniams teisinės valstybės principams: teisei į lygias galimybes 

ir nešališką elgesį socialiniu, ekonominiu, amžiaus, etiniu, religiniu ar su seksualine 

orientacija susijusiais aspektais; teisei į teisingą teismų administracinę sistemą apskritai; 

teisei į privatumą ir asmeninio turto apsaugai. Pavyzdžiui, nekaltumo prezumpcija bus 

iškreipta, jei visi socialinių išmokų prašytojai bus tikrinami dėl galimų pažeidimų, o ne pagal 

tinkamumo gauti išmokas kriterijus. Ryškėjantis šališkumas ir automatizavimas gali pakenkti 

socialinei sanglaudai ir trukdyti visuomenei visapusiškai realizuoti savo potencialą per 

įtrauktį. Jei tam tikros grupės sistemingai neturi lygių galimybių švietimo, darbo rinkos, 

sveikatos priežiūros ar kitose gyvenimo srityse, visuomenė negali tinkamai pasitelkti visų 

savo narių talentų ir indėlio. Tai lemia ne tik individualius, bet ir kolektyvinius nuostolius. 

Visuomenė praleidžia galimybę diegti inovacijas, skatinti ekonomikos augimą ir socialinę 

plėtrą, kuriuos galėtų užtikrinti visapusiškas ir lygiateisis visų piliečių dalyvavimas. Jei 

automatinės sistemos panaikina konstitucinių teisių ir demokratinių vertybių prasmę, tai 

pakenkia valstybės teisėtumui ir mažina visuomenės pasitikėjimą, o tai savo ruožtu gilina 

socialinę atskirtį ir trukdo visuomenės plėtrai. 

4.4 Šališkumo rizikos įvertinimas 

4.4.1 Su šališkumu susijusių grėsmių rimtumo vertinimas 

Kiekviena organizacija turi apibrėžti savo rizikos apetitą, t. y. pasirengimą susidoroti su 

grėsmės pasekmėmis. Jei grėsmės pasekmės įvertinamos kaip tokios rimtos, kad 

organizacija nenori jų patirti, reikia parengti strategiją, kaip jų išvengti ir užkirsti joms kelią. 

4.3 poskyryje pateikėme galimų algoritmų ir DI sistemų šališkumo pasekmių pavyzdžių 

(materialiniai nuostoliai, žala sveikatai, žala nacionaliniu ir socialiniu lygmeniu). Yra keletas 

aspektų, kurie žymiai padidina DI sistemos riziką, todėl sistemos diegėjai turi į juos 

atkreipti dėmesį. 
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DI sistemos išvestys daro įtaką gyvenimui, sveikatai ar finansinei padėčiai. Jei DI 

sistemos išvestys tiesiogiai ar netiesiogiai daro įtaką pinigų skyrimui, darbui, pagalbai, 

medicininiam gydymui, fiziniam ar psichologiniam smurtui prieš kitą asmenį arba 

nepagrįstam jo teisių apribojimui, sistemos šališkumo pasekmės yra rimtos. Žala asmens 

autonomijai, privatumui ar kitoms laisvėms yra ne mažiau svarbi, priklausomai nuo 

visuomenėje vyraujančios tvarkos, tačiau rizikos analitikai dažnai aiškiau nurodo konkrečią 

materialinę ar fizinę žalą. Todėl apibūdinant riziką verta apsvarstyti, ar, pavyzdžiui, duomenų 

nutekėjimas gali vėliau sukelti tiesioginę turtinę ar fizinę žalą, net jei žala dar nėra 

akivaizdžiai padaryta.  

DI sistema yra tiesioginis sprendimų priėmėjas ir (arba) įgyvendintojas. Jei DI 

sistemos išvestis automatiškai virsta sprendimu, šališkumo pasekmės yra rimtos. DI 

grindžiama automatinių baudų skyrimo sistema (pvz., už netinkamą automobilių statymą ar 

greičio viršijimą) daro tiesioginį ir konkretų poveikį. Jei tokia DI sistema yra šališka ir nėra 

tinkamai stebima bei prižiūrima, tai gali sukelti akivaizdžių nuostolių, ypač jei asmuo iš 

tikrųjų elgėsi teisingai. Pažymime, kad net ir tuo atveju, kai sistemos sprendimus prižiūri 

žmogus, laikui bėgant jis gali tapti priklausomas nuo mašinos nuomonės, todėl priežiūros 

veiksmingumas sumažėja. 

DI sistema keičia įsitikinimus, vertybes ar elgesio įpročius. 

Jei DI sistema ilgą laiką daro įtaką daugelio žmonių elgesiui, šališkumo pasekmės yra 

rimtos. Pavyzdžiui, DI sistemos, sukurtos švietimo, psichologinio konsultavimo ar pramogų 

tikslais (bet šališkos), gali paveikti žmonių elgesį per ilgą laikotarpį. Jei jos taip pat atlieka 

savo pagrindinę užduotį (skatina įgūdžių ugdymą, sudėtingų santykių problemų sprendimą 

ar pramogas), jos gali sukurti žalingus elgesio modelius (priklausomybę nuo mašinos visose 

veiklos srityse, nenorą bendrauti su kitais žmonėmis). Šie pavojai taip pat egzistuoja, kai 

paslaugas teikia žmonės, tačiau žmogaus įtaka ir su tuo susijusi žala yra ribota, skirtingai 

nei DI sistemų atveju, kurios, nors ir laikydamosi tų pačių gairių, gali paveikti šimtus 

milijonų žmonių. 

4.4.2 Ribinių verčių nustatymas 

Algoritminių ir DI sistemų šališkumo rizikos valdymo metodika iš esmės sudaryta iš kelių 

etapų. Kuo rimtesnė grėsmė, tuo kruopščiau turėtų būti įvertintos rizikos mažinimo 

priemonės. 

Veikiamų asmenų skaičius. Paprasčiausias būdas įvertinti grėsmę yra nustatyti, kiek 

žmonių buvo paveikti per tam tikrą laikotarpį, arba jų procentinę dalį. Žalos įvertinimo 

pavyzdžiai yra tokie: 
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• per sistemos veikimo laikotarpį mirs vienas žmogus dėl sistemos šališkumo7; 

• vienas asmuo per metus patirs sveikatos žalą dėl sistemos šališkumo; 

• kiekvienais metais dėl sistemos šališkumo dešimt perspektyvių organizacijų nutrauks 

savo veiklą8; 

• 0,1 proc. DI sistemos naudotojų patirs nepagrįstų finansinių nuostolių dėl sistemos 

šališkumo; 

• 0,5 proc. gyventojų per metus praras darbą dėl sistemos šališkumo. 

 

Pavyzdys. Mokymų teikėjas turėjo kompensuoti atmestų kandidatų nuostolius, 

patirtus dėl algoritmo, diskriminuojančio pagal amžių. 

JAV federalinė agentūra Lygių užimtumo galimybių komisija (angl. Equal Employment 

Opportunity Commission, EEOC) padavė į teismą kalbų mokymo bendrovę 

„iTutorGroup“, nes jos įdarbinimo informacinė sistema automatiškai atmesdavo 

vyresnes nei 55 metų moteris ir vyresnius nei 60 metų vyrus. Bendrovė turėjo 

sumokėti 365 000 JAV dolerių kompensaciją, įgyvendinti nediskriminavimo politiką ir 

surengti mokymus savo įdarbinimo specialistams [102]. 

Laikas iki pirmojo žalos atsiradimo. Be ribinių verčių, susijusių su nukentėjusiaisiais, gali 

būti tikslinga įvertinti, kiek laiko praeis iki žalos atsiradimo. Tai ypač svarbu grėsmių atveju, 

kai algoritmo ar DI sistemos šališkumas daro poveikį žmonėms per ilgą laikotarpį. Ilgalaikė 

perspektyva taip pat turi būti įvertinta situacijoje, kai rizikos vertinimas atliekamas prieš 

sistemos sukūrimą, o jos diegimas trunka kelerius metus, pavyzdžiui: 

• su šališkumu susijusios grėsmės gali atsirasti per 10 metų nuo vertinimo; arba 

• su šališkumu susijusios grėsmės gali atsirasti per 7 metus po sistemos įdiegimo. 

4.5 Šališkumo grėsmių rizikos valdymas 

4.5.1 Galimi rezultatai 

Algoritmo ar DI sistemos šališkumo rizikos įvertinimas ir valdymas greičiausiai lems vieną 

iš trijų galimų rezultatų. 

1. Sistema yra pradedama eksploatuoti be pakeitimų, o visos likusios rizikos yra priimtinos 

(galbūt po papildomų priemonių įgyvendinimo). 

 
7 Čia darome prielaidą, kad DI sistema yra skirta naudoti piliečiams. 
8 Atkreipkite dėmesį, kad taip pat būtų įmanoma ir netgi pageidautina sukurti DI sistemą, kuri nutrauktų tam tikrų organizacijų (pvz., 

nusikalstamų) veiklą. 
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2. Sistema laikoma šališka tiek, kad jos tolesnis plėtojimas ar naudojimas turi būti 

sustabdytas, nes rizikos valdymas yra neįmanomas arba ekonomiškai neracionalus. Nors 

tai yra patikimas būdas išvengti šališkumo grėsmės, taip pat bus prarasti numatomi 

algoritminės ar DI sistemos privalumai. 

3. Sistema yra pradedama naudoti numatant, kad bus įgyvendintos atitinkamos 

papildomos organizacinės ir (arba) techninės apsaugos priemonės. Tai yra bene 

dažniausiai pasitaikantis rezultatas. 

4.5.2 Šališkumo mažinimo sudėtingumas ir kompromisai 

Nors yra daug techninių metodų, padedančių mažinti šališkumą, svarbu suprasti, kad tai 

nėra paprastas techninis klaidų taisymas. Šališkumo mažinimas yra sudėtinga sociotechninė 

problema, kuriai nėra universalaus ir aiškaus sprendimo. Kiekviena intervencija yra susijusi 

su tam tikrais kompromisais ir filosofiniais pasirinkimais. Pirmasis ir pagrindinis iššūkis yra 

tas, kad sąžiningumui nėra vienos visuotinai pripažintos apibrėžties. Tai iliustruoja 

straipsnis, pristatantis „Google“ „What-If“ įrankį. Jame pateikiamas pavyzdys, kuriame penki 

ekspertai skirtingai apibrėžia lyčių lygybės kriterijus spręsdami dėl paskolų suteikimo [103]. 

• Neatsižvelgimas į grupę: neturi būti visiškai atsižvelgiama į lytį, net jei tai reiškia, kad 

nė viena moteris niekada negalės gauti paskolos. 

• Grupės ribinės vertės: kreditingumo ribinės vertės turėtų būti nustatomos atskirai 

moterims ir vyrams, siekiant kompensuoti istorinių duomenų trūkumą. 

• Demografinė lygybė: patvirtintų paskolos gavėjų pasiskirstymas pagal lytį turi atitikti 

pareiškėjų pasiskirstymą pagal lytį. 

• Lygios galimybės: kriterijus atitinkantys vyrai ir moterys turi turėti vienodas galimybes 

sulaukti teigiamo atsakymo į prašymą suteikti paskolą. 

• Vienodas tikslumas: modelio prognozių tikslumas (tiek teigiamų, tiek neigiamų 

sprendimų atveju) turi būti vienodas abiejų lyčių atžvilgiu. 

Visos šios apibrėžtys prieštarauja viena kitai. Kiekvienas sprendimas yra kompromisinis, 

kurį reikia priimti atsižvelgiant į konkrečią DI sistemos struktūrą ir paskirtį, organizacijos 

rizikos toleranciją, verslo reikalavimus ir teisinę aplinką. 

Skirtumai išvestyse ne visada reiškia diskriminaciją. Jei būtų daroma prielaida, kad bet 

kokie statistiniai skirtumai, atsižvelgiant į rezultatus tarp skirtingų grupių, yra neišvengiamai 

diskriminacijos pasekmė, kyla pavojus patekti į netinkamos epistemologijos spąstus. Gali 

būti, kad modelis nustatė realias, nediskriminacines, pagrindines kintamąsias, kurios 

koreliuoja su demografinėmis grupėmis. Tokiu atveju pokyčiai gali sukelti naujas nelygybes, 
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pavyzdžiui, teikiant pirmenybę mažiau kvalifikuotiems kandidatams, kad būtų įvykdyta kvota. 

Todėl prieš įgyvendinant mažinimo priemones labai svarbu nuodugniai išanalizuoti tikrąsias 

skirtumų priežastis. 

Teisingumo ir tikslumo kompromisas. Dauguma šališkumo mažinimo metodų riboja 

modelio optimizavimo procesą. Sistema su apribojimais beveik visada yra neoptimali 

vykdydama savo pradinę, neapribotą užduotį. Praktikoje tai dažnai reiškia, kad teisingumas 

didinamas bendro modelio tikslumo ar našumo sąskaita. Kaip matyti iš „Fairlearn“ pavyzdžio 

(žr. aprašymą 5.4 poskyryje), sprendimų ribinių verčių kalibravimas sumažino lyčių nelygybę, 

bet taip pat šiek tiek sumažino bendrą modelio tikslumą. Tai yra kompromisas, į kurį 

organizacijos turi atsižvelgti kurdamos sistemą. 

4.5.3 Šališkumo mažinimo priemonių ekonomiškumas skirtingais sistemos kūrimo 

etapais 

2.3 poskyryje aprašėme mašininio mokymosi modelio kūrimo ir algoritmo ar modelio 

naudojimo ciklus. Šališkumo vengimas kiekviename ciklo etape reikalauja priimti skirtingus 

kompromisus [104, 105]. 

Šališkumui veiksmingiausia užkirsti kelią sistemos kūrimo etape. Suformulavus 

sistemos viziją ir tikslus, atsiranda tinkamiausia proga įvertinti sistemos naudotojus ir 

duomenų teikėjus. Rekomenduojame atlikti šiuos veiksmus: 

1. apibrėžti gyventojų grupes, pagal kurių duomenis algoritmas ar modelis turi veikti 

tinkamai. 

• Nustatykite, ar jis turi elgtis tinkamai visų planetos gyventojų, tam tikros šalies 

piliečių ar mažesnės grupės atžvilgiu. 

• Apibrėžkite amžiaus grupių pasiskirstymą – kokio amžiaus asmenys naudosis 

sistema? 

• Nustatykite numatomą lyčių pasiskirstymą. 

• Apibrėžkite pagrindinę kalbą, kuria turi bendrauti sistema. 

2. Nustatykite taisykles, kaip elgtis, kai reikia priimti sprendimus ir kompromisus 

situacijoje, kai nėra idealaus duomenų rinkinio, algoritmo ar modelio, remiantis 4.5.2 

punktu. 

3. Įtraukite šią informaciją į sistemos pirkimo ar kūrimo reikalavimus kaip svarbų 

reikalavimą. 
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Veiksmingiausias, nors nebūtinai pigiausias, būdas išvengti šališkumo yra algoritmo 

ar mašininio mokymosi modelio kūrimo etapas. Šališkumo rizikos mažinimo galimybės 

yra geriausios, jei mašininio mokymosi modelio kūrimą kontroliuoja DI sistemą užsakęs 

klientas (modelis kuriamas pagal jo reikalavimus). Šių galimybių apžvalgą pateikiame 4.5.4 

punkte. 

Jei sistema jau sukurta arba įsigyta, šališkumo šalinimas yra brangesnis ir galbūt net 

neįmanomas. 

Jei nepriimtina rizika išryškėja sistemoje, įsigytoje kaip užbaigtas paketas, sistema turi būti 

modifikuota arba pakeista. Jei įmanoma pakeisti DI sistemos algoritmą arba mašininio 

mokymosi modelį (buvo naudojamos standartinės sąsajos), tuomet gali būti įmanoma 

sukurti arba įsigyti geresnį modelį, kuris geriau veiktų pagal tikslinę grupę. Kartais sistemą 

galima pertvarkyti arba imtis papildomų techninių ar organizacinių priemonių, kad nereikėtų 

keisti viso produkto, algoritmo ar modelio. Galimi sprendimai aprašyti 4.5.5 punkte. 

Jei sistemos veikimo negalima pakoreguoti, ji turi būti atmetama ir, jei reikia, įsigyjama 

nauja sistema. Atitinkami atvejai aptariami 4.5.6 punkte. 

4.5.4 Šališkumo mažinimas MM modelių mokymo procese 

IT pramonės ekonominė realybė lemia, kad vidinis (vietinis) mašininio mokymosi modelių 

kūrimas yra brangus, todėl dažnai tenka naudotis kitų organizacijų sukurtais modeliais. Jei 

DI sistemos kūrėjas kontroliuoja mašininio mokymosi modelio kūrimo procesą, atitinkami 

reikalavimai gali būti nustatyti tiek duomenų rinkimo ir parengimo, tiek modelio mokymo 

etapuose. 

Duomenų rinkimo ir parengimo etapas 

Šališkumas gali pasireikšti dėl: 

• tam tikrų grupių nepakankamo arba per didelio reprezentatyvumo modeliuose 

(reprezentacinis šališkumas) [104]; 

• matavimo paklaidų ar netikslių duomenų, kurie sustiprina istorinius ir (arba) 

reprezentacinius šališkumus kuriamame modelyje [106]. 

Galimos šališkumo mažinimo priemonės yra tokios: 

• jei mokymo duomenų rinkimas yra valdomas sistemos kūrėjo (pvz., yra projekto dalis), 

rekomenduojame organizuoti papildomą duomenų rinkimą, kad būtų užtikrinama 

duomenų įvairovė ir reprezentatyvumas (ieškoti papildomų duomenų apie nepakankamai 
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reprezentuojamas grupes) arba neįtraukti duomenų apie pernelyg reprezentuotas grupes 

(stebint kokybės rodiklius)9 [104]; 

• jei žinomas statistinis duomenų apie nepakankamai reprezentuojamas grupes 

pasiskirstymas (arba jį galima nustatyti analitiškai), rekomenduojame apsvarstyti 

galimybę sintetiniu būdu sukurti papildomus duomenis apie šias grupes; 

• rekomenduojame apsvarstyti galimybę naudoti šališkumo nustatymo ir duomenų audito 

priemones, ypatingą dėmesį skiriant toms priemonėms, kurios yra nuolat gerinamos ir 

atnaujinamos [106]; 

• jei neįmanoma gauti papildomų duomenų, rekomenduojame modelio mokymui taikyti 

balansavimo metodus [106]. 

Modelio mokymo etapas 

Šališkumas gali pasireikšti dėl: 

• algoritmų neteisingumo dėl mokymo duomenų šališkumo arba netinkamų optimizavimo 

kriterijų [107]; 

• šališkų išvadų darymas mokymo duomenyse (pvz., vardų siejimas su stereotipais) [108]; 

• perteklinio mokymosi remiantis dominuojančių grupių duomenimis [107]; 

• nereikšmingų asmens duomenų ir jautrių duomenų įvedimo be jokios būtinybės ar 

teisinio pagrindo [108]. 

Galimos šališkumo mažinimo priemonės yra tokios: 

• jei žinoma, kad tam tikri bruožai nepadidina mašininio mokymosi modelio kokybės, bet 

sustiprina modelio šališkumą, rekomenduojame šių bruožų neįtraukti į mokymo 

duomenis; 

• rekomenduojame naudoti mažesnius ir lengviau valdomus modelius, kurių veikimas yra 

mažiau „netikėtas“ [108]; 

• rekomenduojame atlikti kokybės kontrolę rengiant mokymo duomenis, įskaitant 

pasikartojančio turinio pašalinimą ir mokymo duomenų rinkinio filtravimą [108]; 

• jei kuriamos sistemos funkcionalumui galima taikyti teisingumu grindžiamus algoritmus, 

rekomenduojame apsvarstyti jų naudojimą [107]; 

• rekomenduojame reguliariai tikrinti sistemos išvestis, naudojant įvairių grupių įvestis, 

ypač diegiant naują modelio versiją [107]; 

• rekomenduojame atlikti šališkumo poveikio vertinimą viso kūrimo proceso metu [107]; 

 
9 Prieš pradedant taikyti šias (ir kitas) rizikos švelninimo priemones, rekomenduojame perskaityti 4.5.2 punktą. Taip pat reikėtų 
prisiminti, kad duomenų sintezės naudojimas MM modeliams mokyti gali paskatinti šališkumo pasireiškimą mokymosi procese.  
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• jei mokymui ar tobulinimui naudojami asmens duomenys, rekomenduojame laikytis 

duomenų minimizavimo ir duomenų apsaugos nuo pat pradžių principų, taip pat 

įgyvendinti papildomas tokių duomenų apsaugos priemones.  

Pavyzdys. MM modeliai, kurie remiasi šališkomis imtimis, taip pat yra neefektyvūs. 

Atlikta keletas tyrimų, kai bandyta pakartoti ankstesnius eksperimentus, susijusius su 

mašininio mokymosi modelių mokymu, tačiau jie buvo nesėkmingi – pakartotiniuose 

tyrimuose modeliai nebuvo tokie sėkmingi kaip pirminiuose tyrimuose. Dažniausiai tai 

lėmė imties šališkumas – efektas pasireiškė tik tam tikruose mokymo duomenyse, o 

rezultato nebuvo galima pakartoti didesnėse ir reprezentatyvesnėse duomenų bazėse. 

Tai reiškia, kad šališki modeliai paprasčiausiai gali ir nesuveikti. Modelių, apmokytų 

naudojant šališkus duomenų rinkinius, neveiksmingumas yra dažnas, pavyzdžiui, 

autizmo [109], radiologinių vaizdų [110] ir akušerijos [111] tyrimuose. 

4.5.5 Šališkumo mažinimas integruojant arba naudojant algoritmą ar modelį 

Šališkumas jau egzistuos DI sistemoje ar algoritme integravimo etape. Svarbu suprasti, kad 

rinkai pateiktos ir veikiančios DI sistemos tiekėjas turi žymiai daugiau teisinių 

įsipareigojimų nei sistemos kūrimo metu (žr. 3 skyrių). Taip pat verta atsižvelgti į tai, kad 

šališkumą mažinti vėlesniuose etapuose gali būti brangiau nei sistemos kūrimo pradžioje. 

Toliau pateiksime keletą galimų šališkumo mažinimo priemonių, kurias galima taikyti 

įvairiais sistemos kūrimo etapais. 

DI sistemos MM modelio koregavimas 

Šališkumas gali pasireikšti dėl: 

• statistinio šališkumo įtvirtinimo tikslinimo metu; 

• jautrių duomenų naudojimo tikslinimui be teisėto pagrindo [108]; 

• stiprinamojo mokymosi arba automatinių grįžtamojo ryšio ciklų, kurie sustiprina MM 

modelio šališkumą [108]. 

Galimos šališkumo mažinimo priemonės yra tokios: 

• kai bazinis modelis negali būti keičiamas, bet gali būti tikslinamas, rekomenduojame 

nustatyti šališkumo mažinimą kaip papildomą tikslinimo tikslą; 

• rekomenduojame užtikrinti tikslinimo proceso skaidrumą, dokumentuojant visus 

pakeitimus, padarytus siekiant mažinti šališkumą; 

• kaip ir mokymo atveju, taip pat rekomenduojame laikytis duomenų minimizavimo ir 

duomenų apsaugos nuo pat pradžių principų bei taikyti papildomas apsaugos 

priemones tikslinimo procese [108]. 
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Modelio taikymas, t. y. modelio integravimas į DI sistemą 

Šališkumas gali pasireikšti dėl: 

• didelio poveikio kontekstuose diskriminacinės ar apgaulingos išvestys gali lemti 

nuolatinį šališkumą DI sistemoje [104, 108]; 

• modelio sprendimų priežasčių nepaaiškinamumo, dėl kurio sunku nustatyti šališkumo 

šaltinius ir trukdoma juos mažinti [112]; 

• šališkos arba profiliuojančios informacijos, esančios bendrame kontekste (pvz., pokalbio 

langelio kontekste), kuri gali nulemti modelio atsakymus; 

• apsaugos priemonių nuo tam tikrų įvesčių trūkumo, dėl kurio nesąžiningi naudotojai gali 

pateikti šališkas instrukcijas modeliui [108]. 

Galimos šališkumo mažinimo priemonės yra tokios: 

• jei modelio negalima pataisyti, rekomenduojame apsvarstyti galimybę pakeisti algoritmą 

ar MM modelį mažiau šališku variantu; 

• nepriklausomai nuo modelio funkcijų, rekomenduojame į procesą įtraukti žmogų, kuris 

priimtų galutinį sprendimą; 

• būtina sustiprinti žmogaus atliekamą sistemos priežiūrą [107]; 

• rekomenduojame apmokyti sprendimų priėmėjus ir prižiūrėtojus, kad jie suprastų, kaip 

patikrinti ir paaiškinti DI sistemos išvestis; 

• jei galutinį sprendimą priima ne žmogus, sistema turi turėti išvesties paaiškinimo ir 

kokybės stebėjimo funkcijas. Šiuo tikslu rekomenduojame pridėti galimybę peržiūrėti 

išvesties rezultatus, kad sprendimas būtų perduotas patvirtinti žmogui [108]. 

• sistemoje turi būti įdiegtos atsakomybės schemos ir skaidrumo ataskaitos [107]; 

• rekomenduojame taip pat spręsti su MM modelio integravimu į duomenų rinkinius 

susijusius šališkumo atvejus, naudojant šališkumą mažinančias ir privatumą 

užtikrinančias architektūras (pvz., RAG su apsaugos priemonėmis); 

• reikia reguliariai tikrinti DI architektūrą ir vertinti sprendimų paaiškinamumą bei kokybę 

[108]. 

DI sistemos veikimas ir priežiūra 

Šališkumas gali pasireikšti dėl: 

• modelio šališkumo pokyčių laikui bėgant dėl socialinių lūkesčių kaitos [105, 108]; 

• to, jei MM modelio išvestis atsitiktinai atskleidžia asmenį identifikuojančius duomenis, 

kurie leidžia žmogui priimti šališką sprendimą, kurio mašina nebūtų priėmusi. 

Galimos šališkumo mažinimo priemonės yra tokios: 
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• rekomenduojame organizuoti nuolatinį modelio išvesčių kokybės vertinimą ir stebėjimą 

realiuoju laiku; [105]. 

• reguliariai turi būti renkama suinteresuotųjų subjektų ir naudotojų nuomonė apie 

sistemos veikimą [108]. 

4.5.6 Situacijos, kuriose būtina nutraukti sistemos naudojimą 

Jei rizikos vertinimo metu paaiškėja, kad algoritmą ar mašininio mokymosi modelį 

naudojanti sistema neatitinka galiojančių teisės aktų reikalavimų, ji negali būti pradedama 

naudoti. Jei sistemos veikimo metu priimamas teisės aktas, draudžiantis jos naudojimą, jos 

naudojimas turi būti nutrauktas. Jei teisės akte nustatytos papildomos sąlygos, kurių 

sistema neatitinka, jos naudojimas turi būti sustabdytas, kol bus užtikrintas atitikimas. Tam 

tikrais atvejais panašų draudimą gali inicijuoti, pvz., atitinkama etikos komisija. 

Kai kuriose situacijose pagal teisės aktų nuostatas veikianti sistema gali pateikti neteisėtas 

išvestis. Tokiais atvejais nėra priežasties nedelsiant nutraukti sistemos naudojimą; vietoj to 

sistemą galima sutvarkyti, pvz., laikantis čia pateiktų rekomendacijų. Tai taip pat paaiškina, 

kodėl ne visada būtina beveik iki nulio sumažinti su sistema susijusią riziką – tai gali būti 

nerealu, o taip nustatyta ribinė vertė labai apsunkina naujų paslaugų kūrimą.  

Atliekant rizikos vertinimą, kai kurios rizikos gali likti nepastebėtos, o kitų rizikų mažinimas 

gali jų visiškai nepašalinti. Rizikos mažinimas taip pat nereiškia, kad rizika tampa lygi nuliui. 

Likusi rizika vadinama likutine rizika. Jei DI sistemos likutinė rizika viršija organizacijos 

rizikos apetitą, racionalu nutraukti sistemos naudojimą arba jos visai atsisakyti. 

Likutinė rizika gali viršyti rizikos apetitą, pvz., kai: 

• negali būti atmesta galimybė, kad šališka DI sistema gali sukelti asmeniui kūno 

sužalojimus ar mirtį; 

• negali būti atmesta galimybė, kad DI sistemos šališkumas paskatins asmenį padaryti 

fizinę žalą sau ar kitam asmeniui arba jį nužudyti; 

• dėl sistemos įdiegimo patirta finansinė žala viršija organizacijos galimybes ją padengti.  
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5 Įrankiai, padedantys valdyti šališkumą 

 

5.1 „Juodosios dėžės“ ir „baltosios dėžės“ sistemos 

Terminai „juodoji dėžė“ ir „baltoji dėžė“ dažnai vartojami kalbant apie DI sistemas. Juodoji 

dėžė – tai sistema, kurios vidaus veikimas yra neaiškus, o baltoji dėžė – skaidriai veikianti 

sistema. Tačiau praktikoje šis skirtumas nėra toks aiškus. Naudinga DI sistemos ir modelio 

atvirumą vertinti kaip spektrą, kuris svyruoja nuo labai uždaro iki labai atviro. 

Šį spektrą apibrėžia keli pagrindiniai veiksniai: kiek informacijos buvo paskelbta apie 

modelio kūrimą (jo duomenis ir mokymo procesą), kokia prieiga prie paties modelio yra 

prieinama ir kaip jis įgyvendinamas. Kartu pačių modelių vidinis sudėtingumas taip pat 

prisideda prie skaidrumo stokos. Netgi sistema, kurios struktūra yra visiškai skaidri, 

funkciniu požiūriu gali būti „juodoji dėžė“, jei nesugebame interpretuoti jos sprendimų. 

5.1.1 DI sistemų atvirumo spektras 

Atvirumo aspektai. Pateikiame pagrindinius aspektus, naudojamus sistemos atvirumui 

vertinti. 

• Mokymo duomenys. Tai yra modelio žinių, gebėjimų ir šališkumo pagrindas. 

– Labai uždara (neskaidri): nėra jokios informacijos apie duomenis. 

– Iš dalies skaidri: pagrindiniai duomenų šaltiniai (pvz., „Common Crawl“, „Vikipedija“) 

yra atskleisti, tačiau galutiniai apdoroti duomenys ir jų derinimo santykiai nėra 

atskleidžiami. 

– Labai atvira (skaidri): išsamūs ir iš anksto apdoroti mokymo duomenys yra prieinami 

mašinai apdorojama forma. 

• Duomenų apdorojimas. Mokymo priemonių rinkinys. Duomenų filtravimo ir susiejimo 

būdas daro tokį patį poveikį modelio gebėjimams kaip ir patys duomenys. 

– Labai uždara: apie procesą neskelbiama jokia išsami informacija. 

– Iš dalies skaidri: bendra metodika aprašyta techninėje ataskaitoje (pvz., „mes 

naudojome agresyvų dubliavimo pašalinimą“). 

– Labai atvira: paskelbtas visas šaltinio kodas, skirtas duomenims valyti, filtruoti ir 

susieti. 

• Modelio architektūra ir svoriai. Tai lemia, ar modelį gali naudoti ir tirti kiti. 

– Labai uždara: nėra informacijos apie architektūrą ir parametrų skaičių. 
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– Iš dalies skaidri (tik architektūra): aprašoma architektūra, bet mokymo parametrai 

(svoriai) yra neatskleisti. Naudotojas supranta modelio esmę, bet negali jo 

savarankiškai naudoti. 

– Labai atvira (su atvirais svoriais): modelio svoriai yra viešai atsisiunčiami. Paprastai 

tai reiškia, kad modelis vadinamas atvirojo kodo DI modeliu. 

• Išsami informacija apie mokymą ir „receptas“. Tai leidžia kitiems mokslininkams 

atkartoti rezultatus. 

– Labai uždara. Informacija nėra prieinama. 

– Iš dalies skaidri: skelbiami pagrindiniai hiperparametrai (pvz., mokymosi etapas) ir 

informacija apie aparatinę įrangą. 

– Labai atvira (mokymo receptas yra atviras): skelbiamas visas mokymo kodas, 

konfigūracijos failai ir žurnalai. 

• Prieigos metodai ir kontrolės apimtis. Tai lemia, kiek kūrėjas gali kontroliuoti 

modelio veikimą. 

– Labai uždara (integruota į produktą): DI yra tik tam tikrų programų (pvz., vaizdų 

apdorojimo programos) funkcija. 

– API10 grindžiama prieiga: standartizuota komerciniams modeliams. Priimančioji 

sistema siunčia užklausą ir gauna atsakymą. Pačios API taip pat yra įvairios: nuo 

paprastų įvesties ir išvesties iki tikslesnio valdymo (pvz., prieiga prie žurnalo įrašų). 

– Labai atvira (tiesioginė prieiga): naudotojas atsisiunčia modelio skalę ir paleidžia ją 

savo kompiuteryje, turėdamas visišką kontrolę. 

• Licencija. Ji nustato, kaip teisiškai leidžiama naudotis modeliu. 

– Labai uždara: naudojimas ribojamas naudojimo sąlygomis; modelio negalima 

atsisiųsti ar modifikuoti. 

– Atvira licencija su apribojimais: pagal licenciją leidžiamas tam tikras naudojimas 

(pvz., moksliniams tyrimams), tačiau nustatomi komercinio naudojimo apribojimai 

arba reikalaujama atskleisti pakeitimus. 

– Labai atvira (liberali licencija, pvz., „Apache 2.0“, MIT): pagal licenciją modelį galima 

naudoti, keisti ir platinti beveik be apribojimų, įskaitant komerciniais tikslais. 

2 lentelėje pateikiamas atvirumo spektras, palyginant keletą gerai žinomų DI modelių 

gamintojų ir paslaugų teikėjų. DI sistemos ar modelio atvirumas nėra vienas rodiklis, bet 

nepriklausomų pasirinkimų, kuriuos daro kūrėjai ir paslaugų teikėjai, rinkinys. Atkreipiame 

 
10 API – Aplikacijų programavimo sąsaja 
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dėmesį, kad modelių atvirumas aprašomas Gairių rengimo metu ir laikui bėgant gali keistis. 

Lentelėje aprašomos kelios skirtingos rinkos strategijos. 

Uždarųjų API teikėjai („OpenAI“, „Google Gemini“, „Anthropic“). Jų modeliai yra 

uždari, tačiau jie siūlo galingas API programas kūrėjams. Jų verslo modelis – teikti 

pažangias paslaugas, reglamentuojamas paslaugų teikimo sąlygomis. 

Atvirųjų svorių modelio teikėjai („Meta“, „Mistral“, „Qwen“, „DeepSeek“, „Google 

Gemma“). Dažniausia atvirojo kodo DI forma. Duomenys ir mokymo procesai dažnai lieka 

konfidencialūs, todėl jie yra pusiau neaiškūs mokslinio atkuriamumo atžvilgiu. 

Licencijų įvairovė. Net ir tarp atvirų modelių yra didelių licencijų skirtumų. „Allen AI“ 

naudoja palankią „Apache 2.0“ licenciją, o „Meta“ (Llama) ir „Google“ (Gemma) naudoja 

savo privačias licencijas, kurios gali apriboti naudojimą, pvz., labai didelėms bendrovėms. 

Pavyzdžiui, „Cohere“ licencija yra nekomercinė, ribojanti tiesioginį komercinį naudojimą. 

Nuo ekosistemos priklausantis atvirumas (NVIDIA). „NVIDIA Nemotron“ serijos 

modeliai yra atviri, tačiau jų licencija yra strategiškai ribota: ji leidžia nemokamai išbandyti 

produktą, o komercinis naudojimas gamybos aplinkoje galimas tik per mokamą „NVIDIA AI 

Enterprise“ platformą. Tai vadinamoji „išbandyk prieš pirkdamas“ strategija, kuria siekiama 

pritraukti naudotojus į jų aparatinės ir programinės įrangos ekosistemas. 

Į produktą integruotas DI („Apple“, „Midjourney“). Šios sistemos nėra sukurtos kaip 

kūrėjų įrankiai, bet integruotos į galutinių naudotojų produktus (pvz., operacinę sistemą ar 

pokalbių programą). Naudotojai bendrauja su DI naudodamiesi produktu, o ne tiesiogiai. 

Visiškai skaidrus modelis („Allen AI“). „OLMo“ grupė yra išskirtinė, nes siekia mokslinio 

atkuriamumo. Viskas yra vieša: duomenys, kodas ir modelio parametrai (svoriai). 

2 lentelė. Įprastų DKM atvirumas 

 

Modelis / 

kūrėjas 

Mokymo 

duomenys 

Mokymo 

duomenų 

išanksti-

nis 

apdoro-

jimas 

Architek-

tūra ir 

svoriai 

Mokymo 

informa-

cija 

(„recep-

tas“) 

Prieiga 

ir 

kontrolė 

Licencija 

„OpenAI“ 

(Geriausi 

modeliai) 

Uždari Uždaras Iš dalies 

atviri 

Uždara API Nuosavy-

binė 
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„Google“ 

(„Gemini“ 

grupė) 

Uždari Uždaras Iš dalies 

atviri 

Iš dalies 

atvira 

API Nuosavy-

binė 

„Anthropic“ 

(„Claude“ grupė) 

Uždari Uždaras Iš dalies 

atviri 

Iš dalies 

atvira 

API Nuosavy-

binė 

„Meta“ 

(„Llama“ grupė) 

Iš dalies atviri Uždaras Atviri Iš dalies 

atvira 

Svoriai 

ir 

partnerių 

API 

„Lama“ 

licencija 

(ribota) 

„Mistral“ 

(„Open models“) 

Iš dalies atviri Uždaras Atviri Iš dalies 

atvira 

Svoriai 

ir API 

„Apache 

2.0“ 

(neribota

) 

„Alibaba“ 

(„Qwen3“ grupė) 

Iš dalies atviri Uždaras Atviri Iš dalies 

atvira 

Svoriai 

ir 

partnerių 

API 

„Apache 

2.0“ 

(neribota

) 

„DeepSeek“ 

(„DeepSeek-R1“) 

Iš dalies atviri Iš dalies 

atviras 

Atviri Iš dalies 

atvira 

Svoriai 

ir API 

MIT 

(neribota

) 

„Google“ 

(„Gemma“ 

grupė) 

Iš dalies atviri Uždaras Atviri Iš dalies 

atvira 

Svoriai „Gemma“ 

licencija 

(ribota) 

NVIDIA 

(„Nemotron“ 

grupė) 

Iš dalies atviri Uždaras Atviri Iš dalies 

atvira 

Svoriai 

(riboti) 

Privati 

licencija 

(NVIDIA, 

mokama 

gamybos 

metu) 

„OpenAI“ 

(„Whisper“ 

grupė) 

Iš dalies atviri Uždaras Atviri Iš dalies 

atvira 

Svoriai 

ir API 

MIT 

(neribota

) 

„OpenAI“ („o1-

mini“) 

Uždari Uždaras Atviri Uždara Svoriai „Apache 

2.0“ 
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(neribota

) 

„xAI“ („Grok“ 

grupė) 

Iš dalies atviri Uždaras Uždari 

(„Grok-1“) 

Iš dalies 

atvira 

Svoriai 

ir API 

„Apache 

2.0“ 

(neribota

, „Grok-

1“) 

„Cohere“ 

(„Command 

R+“) 

Iš dalies atviri Uždaras Atviri Iš dalies 

atvira 

Svoriai 

ir API 

CC BY-

NC-SA 

(neko-

mercinė) 

„Apple 

Intelligence“ 

Uždari Uždaras Uždari Uždara Inte-

gruota 

su 

produktu 

Nuosavy-

binė 

„Midjourney“ Uždari Uždaras Uždari Uždara Inte-

gruota 

su 

produktu 

Nuosavy-

binė 

„Black Forest 

Labs“ („Flux“ 

grupė) 

Uždari Uždaras Iš dalies 

atviri 

Uždara Svoriai 

ir API 

„Flux“ 

licencija 

(neko-

mercinė) 

„Allen AI“ 

(„OLMo 2“ 

grupė) 

Atviri Atviras Atviri Atviri Svoriai „Apache 

2.0“ 

(neribota

) 

5.1.2 Modelio paaiškinamumas 

Svarbu suprasti, kad net visiškai atviras modelis, kurio visi komponentai (duomenys, kodas, 

skalės) yra viešai prieinami, vis tiek yra funkcionaliai uždaras modelis be konkrečių 

paaiškinimo ir interpretavimo metodų. Modelio vidinis veikimas yra pernelyg sudėtingas, 

kad jį būtų galima tiesiogiai suprasti, net jei žinome jo svorius ir aktyvaciją esant 

konkretiems įvesties duomenims. Tad reikia atskirų metodų, kad būtų galima ištirti, kodėl 

modelis priima tam tikrus sprendimus. 
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Tačiau yra skirtumas tarp to, ar tik modelis, ar visa sistema veikia kaip „juodoji dėžė“. Jei 

naudojama išorinė API paslauga, visa sistema gali būti laikoma „juodąja dėže“. Tokio API 

integratorius nekontroliuoja modelio infrastruktūros, jokių filtrų prieš ar po užklausų ir negali 

garantuoti paslaugos stabilumo. Kita vertus, kai atvirų svorių modelis yra įdiegtas 

organizacijos viduje, sistema tampa skaidresnė, nes diegėjas kontroliuoja visą grandinę – 

nuo aparatinės įrangos iki modelio išvesčių apdorojimo. Praktikoje šis skirtumas dažnai yra 

svarbesnis nei visiškas modelio skaidrumas. Siekdami supaprastinti šį klausimą, toliau 

atskiriame „juodosios dėžės“ DI sistemas, kai diegėjas neturi prieigos prie modelio ir jo 

veikimo procesų, ir „baltosios dėžės“ sistemas, kai modelį valdo diegėjas. 

5.2 Priemonės, skirtos šališkumui „juodosios dėžės“ sistemoje mažinti 

Naudojant „juodosios dėžės“ sistemas, pavyzdžiui, išorinę API paslaugą, nėra prieigos prie 

modelio mokymo duomenų ir šaltinio kodo. Tad neįmanoma pakeisti paties modelio. 

Šališkumo mažinimo priemonės turi būti taikomos išorėje ir sutelktos į tai, kaip modelis yra 

bandomas, įgyvendinamas ir kokios apsaugos priemonės yra sukurtos jo atžvilgiu. 

Sistemingi bandymai ir auditas. Prieš įgyvendinant rizikos mažinimo priemones, būtina 

suprasti sistemos šališkumo pobūdį ir mastą. Kadangi modelio vidinės funkcijos lieka 

nematomos, modelis turi būti bandomas elgsenos požiūriu, t. y. atliekant įvesties ir išvesties 

analizę. Tai primena programinės įrangos įsilaužimo bandymus. 

• Lyginamieji bandymai. Sistemą galima išbandyti naudojant standartines šališkumo 

matavimo priemones (pavyzdžiui, „SafetyBench“ arba „AgentHarm“), kad būtų galima 

palyginti jos rezultatus su kitais modeliais. 

• Atsparumo testai (etiškas įsilaužimas). Tai apima tyčinį provokuojančių ar jautrių 

duomenų įvedimą į sistemą, siekiant aptikti galimai šališkus ar žalingus atsakymus. 

Tikslas – rasti silpnąsias sistemos vietas.  

• Kontrafaktinė analizė. Į sistemą įvedami minimaliai pakeisti duomenys, pavyzdžiui, 

pakeičiant tik vieną demografinį bruožą (pvz., vardą, lytį, amžių), ir stebima, ar modelio 

rezultatai žymiai pasikeičia. Tai gali padėti nustatyti diskriminacinį elgesį.  

Išorinių apsaugos priemonių naudojimas. Kadangi pats modelis negali būti pakeistas, 

reikia sukurti apsaugos sluoksnį, kuris filtruotų tiek įvestis, tiek išvestis. 

• Įvesties patvirtinimas. Naudotojo užklausos patvirtinamos prieš pateikiant jas 

modeliui. Jei užklausa yra provokuojanti arba gali sukelti šališkumą, ji gali būti 

užblokuota arba performuluota. 
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• Išvesties patvirtinimas. Modelio atsakymas patvirtinamas prieš jį parodant naudotojui. 

Jei atsakyme yra šališkos kalbos, žalingų stereotipų ar faktinių klaidų, jis gali būti 

pakeistas neutraliu pranešimu („Negaliu atsakyti į šį klausimą“) arba perduotas 

operatoriui. 

Organizacinės priemonės. Dažnai veiksmingiausios priemonės yra ne techninės, o 

organizacinės. 

• Naudojimo scenarijų apribojimas. Jei bandymai rodo, kad sistema yra nepatikima 

arba šališka tam tikroje srityje (pvz., medicininės rekomendacijos ar kandidatų 

vertinimas), patikimiausia priemonė yra uždrausti sistemos naudojimą šiame kontekste. 

• Žmogaus atliekamos priežiūros užtikrinimas. Priimant didelės rizikos sprendimus, 

DI išvestys niekada neturėtų lemti galutinio sprendimo, o tik būti informacine medžiaga 

specialistui. Tai užtikrina, kad galutinė atsakomybė tenka žmogui. 

• Paslaugų teikėjo keitimas. Jei sistemos šališkumas yra pernelyg didelis, o paslaugų 

teikėjas nesiūlo tinkamų sprendimų, paskutinė išeitis yra pasirinkti kitą, patikimesnį 

produktą ar paslaugų teikėją. Tai sukuria rinkos spaudimą, motyvuojantį kūrėjus kurti 

objektyvesnes sistemas. 

5.3 Priemonės, skirtos šališkumui „baltosios dėžės“ sistemoje mažinti 

„Baltosios dėžės“ modelio atveju galima prieiga prie vidinių modelio komponentų: modelio 

svorių ir kartais mokymo duomenų. Tokia situacija paprastai susidaro tada, kai sistema 

kuriama organizacijoje arba bendradarbiaujant su partneriu, užtikrinančiu skaidrumą, arba 

kai organizacija viduje diegia išorinę sistemą. Tai suteikia platesnes galimybes mažinti 

šališkumą, nes galima spręsti problemos priežastis kiekviename DI sistemos kūrimo etape.  

Duomenų rinkinio ir modelio auditas. Modelio diagnostikos įrankiai, tokie kaip „Google“ 

„What-If Tool“ arba „Microsoft“ „Responsible AI Toolbox“, gali būti naudojami siekiant 

nustatyti šališkumo priežastis. Jie leidžia interaktyviai analizuoti apmokyto modelio elgseną 

skirtinguose duomenų segmentuose, vizualizuoti rezultatų skirtumus tarp demografinių 

grupių ir generuoti kontrafaktinius scenarijus. Toks auditas suteikia informacijos, reikalingos 

toliau nurodytų rizikos mažinimo priemonių pasirinkimui. 

Duomenų lygio priemonės. Jei auditas atskleidžia duomenų rinkinio problemas, prieš 

mokant modelį galima taikyti šias priemones: 
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• duomenų balansavimas. Nepakankamai reprezentatyvių duomenų grupių poveikį 

galima sumažinti, pavyzdžiui, persvarstant duomenis mokymo procese. Nepakankamai 

reprezentatyviems duomenų taškams suteikiama daugiau svarbos [113]. 

• Duomenų papildymas. Mažiau atspindėtoms grupėms galima sukurti papildomus 

sintetinius duomenis, kad jos būtų geriau reprezentuotos. 

Modelio lygio priemonės. Šios priemonės įgyvendinamos modelio mokymo metu, siekiant 

užtikrinti teisingesnes išvestis. 

• Mokymas, optimizuotas pagal teisingumo principą. Algoritmai gali būti papildyti su 

teisingumu susijusiais apribojimais, pavyzdžiui, baudos funkcija, kuri neleidžia modeliui 

naudoti jautrių bruožų arba skatina vienodus rezultatus tarp skirtingų grupių. 

• Modelio tikslinimas. Iš anksto apmokytas modelis gali būti tikslinamas naudojant 

aukštos kokybės ir subalansuotą duomenų rinkinį, siekiant „koreguoti“ nepageidaujamas 

išvadas ir išmokyti teisingesnio elgesio. 

• Priešpriešinis šališkumo mažinimas. Technika, kai vienas modelis bando padaryti 

prognozę, o kitas – atspėti jautrų tapatybės bruožą remdamasis prognoze. Pirmasis 

modelis yra mokomas taip, kad antrasis nesugebėtų atlikti savo užduoties [114]. 

• Užklausų inžinerija. Modelio elgesį taip pat galima reguliuoti kruopščiai parengtomis 

instrukcijomis arba užklausomis. Diskriminacinį elgesį galima mažinti įtraukiant 

priminimus apie teisingumo svarbą užklausoje arba prašant modelio prieš atsakant 

išanalizuoti galimą šališkumą [115]. 

• Funkcijų valdymas. Tai technika, kuria tiesiogiai keičiamas modelio vidinis neuroninio 

tinklo aktyvumas. Nustatant konkrečius bruožus, siejamus su modelio šališkumu, galima 

slopinti arba keisti jų įtaką ir taip sumažinti nepageidaujamą elgesį [116].  

Su išvestimi susijusios priemonės. Šios priemonės įgyvendinamos po modelio 

prognozės, siekiant pakoreguoti išvestį. 

• Sprendimų ribinių verčių kalibravimas. Modelio sprendimų ribinės vertės (pvz., nuo 

kokio balo paraiška laikoma patvirtinta) gali būti kalibruojamos atskirai skirtingoms 

grupėms, siekiant užtikrinti pageidaujamą teisingumo lygį. Tokią funkciją siūlo tokios 

priemonės kaip „Fairlearn“ [117]. 
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5.4 Šališkumo mažinimo priemonių įgyvendinimo pavyzdžiai 

Rasti sėkmingų, realių pavyzdžių, kaip galima mažinti DI šališkumą, yra sunkiau, nei rasti 

nesėkmingų pavyzdžių. Taip yra, nes nesėkmės yra skandalai, todėl vertos žiniasklaidos 

dėmesio. Sistema, kuri veikia nepastebimai, tikėtinai ir teisingai, visuomenei nėra tokia 

įdomi. 

Taigi šiame skyriuje dėmesys skiriamas ne tiek realių sistemų gamybos sėkmės istorijoms, 

kiek techninių metodų ir požiūrių demonstravimui. Šie pavyzdžiai daugiausia paimti iš 

akademinių tyrimų ir mokymo priemonių vadovėlių ir iliustruoja, kaip techniniu lygiu galima 

mažinti šališkumą.  

Pavyzdys. Duomenų persvarstymas kreditingumo vertinimo metu („AIF360“). 

„AIF360“ priemonių rinkinio mokomoji medžiaga iliustruoja duomenų lygio intervencijos 

principą, naudojant amžiaus šališkumo Vokietijos kredito duomenų rinkinyje pavyzdį. 

• Problema. Neapmokytas modelis aiškiai pirmenybę teikė vyresnio amžiaus 

grupei. 

• Taikytas metodas. Buvo naudojama išankstinio apdorojimo technika, vadinama 

persvarstymu, kuri mokymo metu suteikia didesnį svorį nepakankamai 

reprezentuojamų grupių duomenų taškams. 

• Rezultatas. Demonstravimo metu skirtumas tarp teigiamų sprendimų suteikti 

paskolą, atsižvelgiant į grupes, sumažėjo iki nulio. Tai rodo, kaip išankstinis 

duomenų apdorojimas gali mažinti šališkumą idealiomis sąlygomis [113]. 

Pavyzdys. Sprendimų dėl paskolų suteikimo ribinių verčių optimizavimas („Fairlearn“). 

„Microsoft“ „Fairlearn“ mokomojoje medžiagoje demonstruojama po apdorojimo 

taikoma technika, kuri koreguoja jau apmokyto modelio sprendimus. 

 

• Problema. Sprendimų dėl paskolų suteikimo modelis šališkai vertino skirtingas 

lytis. 

• Taikytas metodas. Buvo naudojamas „ThresholdOptimizer“ algoritmas, kuris 

nustato optimalią sprendimų priėmimo ribinę vertę, taikytiną kiekvienai 

demografinei grupei (pvz., balas, nuo kurio patvirtinamas paskolos suteikimas), 

siekiant užtikrinti, kad būtų laikomasi teisingumo rodiklių. 

• Rezultatas. Šis metodas žymiai sumažino skirtumą tarp grupių, dėl to šiek tiek 

sumažėjo bendras modelio tikslumas, o tai yra dažnai pasitaikantis kompromisas, 

susijęs su teisingumu ir tikslumu [117]. 
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Pavyzdys. Diskriminacijos mažinimas pasitelkiant užklausas („Anthropic“). 

DKM atveju veiksminga priemonė yra valdyti DKM elgesį naudojant kruopščiai 

parengtas užklausas. 

 

• Kontekstas. Buvo nustatyta, kad „Claude“ grupės kalbos modelis sistemingai 

priimdavo skirtingus sprendimus didelės rizikos scenarijuose, priklausomai nuo 

užklausoje nurodytų demografinių bruožų. 

• Taikytos priemonės. Prieš atliekant faktinę užduotį, į modelio įvestį buvo 

įtrauktos specialios užklausos, pavyzdžiui, prašymas modeliui prieš atsakant 

išanalizuoti galimą šališkumą ir sutelkti dėmesį tik į kandidato kvalifikaciją. 

• Rezultatas. Tokios greitos intervencijos žymiai sumažino modelio polinkį priimti 

diskriminacinius sprendimus, kartu išlaikant bendrą modelio sprendimų 

patikimumą kitais atžvilgiais [115]. 

 

Pavyzdys. Socialinio šališkumo koregavimas valdant bruožus („Anthropic“). 

Tai techniškai sudėtingesnis metodas, kuriuo tiesiogiai veikiamas vidinis modelio 

veikimas. 

• Kontekstas. DKM sistemose tam tikri modeliai (rodikliai, bruožai) gali būti 

identifikuojami neuroninio tinklo aktyvacijose, susijusiose su tam tikromis 

sąvokomis, įskaitant socialinius šališkumus. 

• Taikytos priemonės. Buvo naudojama bruožų valdymo technika. Kai modelis 

generuoja atsaką, šios su šališkumu susijusios neuroninio tinklo aktyvacijos 

modifikuojamos realiuoju laiku. 

• Rezultatas. Vidutinio intensyvumo intervencija leido sumažinti socialinį šališkumą 

modelio išvestyse, nesumažinant bendro modelio našumo atliekant kitas užduotis 

[116]. 
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A priedas. Standartai, netiesiogiai susiję su DI sistemų šališkumo mažinimu 

Tarptautiniai standartai, tiesiogiai susiję su DI sistemų šališkumu, yra išdėstyti 3.3 

poskyryje. Šiame priede nurodomi standartai, kurie netiesiogiai susiję su DI sistemų 

šališkumo mažinimu. 

3 lentelė. Standartai, netiesiogiai susiję su DI sistemų šališkumo mažinimu 

Standarto 

numeris 

Standarto 

pavadinimas 

Paaiškinimai 

ISO/IEC 

111791:2023 

[118] 

Metaduomenų 

registrai (MDR) 

(kelios dalys) 

Standarte pateikiami metaduomenų ir MDR 

pagrindai, susiję su metaduomenų valdymu ir 

duomenų aprašais. 

ISO/IEC 

15288:2023 

[119] 

Sistemų ir 

programinės įrangos 

inžinerija. Sistemos 

kūrimo ciklo 

procesai 

Standarte aprašomi sistemos kūrimo ciklo 

procesai, kurie padeda kurti sistemas, jas 

įsigyti ir užtikrinti skirtingų šalių 

bendradarbiavimą. 

ISO/IEC 

15939:2017 

[120] 

Sistemų ir 

programinės įrangos 

inžinerija. Matavimų 

procesas 

Standarte aprašoma matavimo proceso 

sistema, padedanti apibrėžti, įgyvendinti ir 

patobulinti rodiklius pagal konkrečius 

poreikius. 

ISO/IEC 

19501:2005 

[121] 

Informacinės 

technologijos. Atviras 

paskirstytas 

apdorojimas. Bendra 

modeliavimo kalba 

(UML) 

Standarte aprašoma UML kalba, leidžianti 

vizualiai modeliuoti ir dokumentuoti 

programinės įrangos sistemas vienodai ir 

standartizuotu būdu. 

ISO/IEC 

25002:2024 

[122] 

Sistemų ir 

programinės įrangos 

kokybės reikalavimai 

ir vertinimas 

(SQuaRE). Kokybės 

modelio apžvalga ir 

naudojimas 

Standarte apibrėžiama kokybės modelių 

sistema, aprašoma jų struktūra, reikšmė ir 

ryšiai su matavimu, reikalavimais ir vertinimu. 
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Standarto 

numeris 

Standarto 

pavadinimas 

Paaiškinimai 

ISO/IEC 

25024:2015 

[124] 

Sistemų ir 

programinės įrangos 

kokybės reikalavimai 

ir vertinimas 

(„SQuaRE“). 

Duomenų kokybės 

matavimas 

Standarte apibrėžiami duomenų kokybės 

rodikliai, leidžiantys kiekybiškai įvertinti 

duomenų kokybę pagal ISO/IEC 25012 

standarte nustatytus parametrus. Standarte 

pateikiamos gairės, kaip taikyti šiuos 

rodiklius per visą duomenų naudojimo ciklą, 

ir jis skirtas naudoti atliekant įvairias 

informacinių sistemų ir organizacijų 

funkcijas, nuo kūrėjų iki kokybės vadybininkų. 

ISO/IEC 

25023:2016 

[125] 

Sistemų ir 

programinės įrangos 

kokybės reikalavimai 

ir vertinimas 

(„SQuaRE“). 

Sistemos ir 

programinės 

įrangos produktų 

kokybės matavimas 

Standarte apibrėžiami kiekybiniai rodikliai, 

skirti sistemos ir programinės įrangos 

kokybei vertinti, kurie turi būti taikomi kartu 

su ISO/IEC 25010. Standartas padeda 

apibrėžti ir vertinti kokybės reikalavimus visą 

kūrimo ciklą ir gali būti taikomas kokybei 

užtikrinti, valdyti, tiekti, pirkti ir prižiūrėti. 

ISO/IEC 

25012:2008 

[123] 

Sistemų ir 

programinės įrangos 

kokybės reikalavimai 

ir vertinimas 

(„SQuaRE“). 

Duomenų kokybės 

modelis 

Standarte aprašomas bendras duomenų 

kokybės modelis, kuris gali būti naudojamas 

struktūrizuotų duomenų kokybės 

reikalavimams apibrėžti, išmatuoti ir įvertinti. 
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